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� Les mathématiques ont des inventions très subtiles et qui peuvent beaucoup ser-
vir, tant à contenter les curieux qu'à faciliter tous les arts et à diminuer le travail
des hommes �

Réné DESCARTES.
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AVANT PROPOS

Ce travail représente le résultat de cinq mois de stage académique, stage ingénieur e�ec-
tué dans un bureau du département du Génie Informatique de l'École Nationale Supérieure
Polytechnique pour le compte du CIRAD (Centre de coopération International en Recherche
en Agronomie pour le Développement). Le CIRAD est un établissement public à caractère
industriel et commercial (EPIC) français créé en 1984 et spécialisé dans la recherche agro-
nomique appliquée aux régions chaudes. Dans le cadre du projet DynAfFor (Dynamique des
Forêts d'Afrique central), le CIRAD est l'un des partenaires de recherche et d'enseignement.
Ce projet vise à quanti�er les e�et sur la dynamique forestière et sur les processus qui la
pilotent, C'est un projet de plus de six millions d'euros, �nancé par le Fonds Français pour
l'Environnement Mondial (FFEM) et l'Agence Française de Développement (AFD) à hauteur
d'environ 2.6 millions d'euros. Il se déroule sur une première phase de 5 ans depuis 2012, sous
l'égide de la COMIFAC qui regroupe cinq Pays d'Afrique centrale : Cameroun, Congo, Ré-
publique Centrafricaine, République Démocratique du Congo [1]. C'est par la collaboration
entre le CIRAD et UYI (l'Université de Yaoundé I) que nous sommes parvenu à travailler
sur ce projet.

Notre travail s'est focaliser sur le moteur du logiciel DafSim construit dans le cadre du
projet DynAfFor. Ce logiciel doit produire des simulations du comportement de la dynamique
des forêts a�n d'aider les exploitants forestiers sur les règles d'aménagement à prendre pour
leur gestion durable en Afrique centrale.
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RÉSUMÉ

Tout être vivant nait, grandi et meurt. Cela est le c÷ur même du comportement instable de
l'évolution de son peuplement, on parle de dynamique. Nous nous intéressons à l'étude quan-
titative de la dynamique forestière en vue d'une exploitation parcimonieuse du bois d'÷uvre
de la forêt du bassin du Congo. Le but poursuivit est donc la modélisation statistique des
trois processus de dynamique forestière : la croissance, la mortalité et la régénération. Ceci
pour le développement d'un algorithme qui permet d'inférer sur l'évolution des arbres à partir
de données collectés dans leurs environnements. Mais chaque arbre appartient à une espèce,
et des espèces il y en a plusieurs, certaines ayant des comportements similaires. D'où le se-
cond objectif de clustering ou classi�cation non supervisée consistant à regrouper les espèces
selon les trois processus. En conséquence, ce mémoire étudie la classi�cation non supervisée
et sélectionne une méthode de classi�cation qu'il couple à des modèles de régression issues
d'une analyse sur les modèles des di�érents processus en forêt. C'est alors qu'il aboutit à
une modélisation et un développement véri�able par le biais d'une simulation cohérente de
données.

Mots clés : dynamique forestière ; processus de dynamique forestière ; classi�cation non su-
pervisée ; régression ; simulation.
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ABSTRACT

Every living being is born, grows up and dies. This is the heart of the unstable behavior of
the evolution of its population, it is called dynamic. We are interested in the quantitative
study of the forest dynamic for a parsimonious exploitation of timber from the Congo Basin
forest. The aim pursued is thus the statistical modeling of the three forest dynamic processes :
the growth, mortality and regeneration. This for the development of an algorithm that infers
the evolution of trees from data collected in their environments. But each tree belongs to a
species, and there are several species, some with similar behavior. Hence the second objective
of clustering or unsupervised classi�cation is the grouping of species according to the three
processes. Accordingly, this paper studies clustering and selects a classi�cation method cou-
pled with regression models derived from an analysis of models of various forest processes.
Then it leads to a modeling and a development veri�able through a coherent simulation of
data.

Keywords : forest dynamics ; forest dynamics processes ; clustering ; regression ; simulation.
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Principales Notations

• X : l'ensemble des variables explicatives (partie déterministe).

• Y : la variable aléatoire à expliquer.

• Z : variable désignant les données non observées.

• L : comme indice, notation du nombre de variables explicatives.

• s : indice d'espèce d'arbre.

• S : nombre d'espèce.

• Xs : tous les données de variables explicatives correspondant à l'espèce s

• k : indice de groupe.

• πk : probabilité d'appartenance d'une espèce au groupe k.

• K : nombre de groupe.

• xs,i = (1, xs,i,1, · · · , xs,i,L) : données de variables explicatives de l'espèce s à la ligne i
du tableau de données (selon son ordre).

• xs,j = (1, xs,j,1, · · · , xs,j,L) : je données de variables explicatives de l'espèce s.

• a : un arbre.

• P(λ) : loi de Poisson de paramètre λ.

• B(n, p) : loi Binomiale de paramètre n (nombre d'épreuve) et p (probabilité du succès).

• M(1, π1, · · · , πK) : loi multinomiale à une réalisation de proportions π1, · · · , πK ,∑K
k=1 πk = 1.

• E : symbole de calcul de l'espérance mathématique.

• P : symbole de calcul de la probabilité d'un évènement.

• ln : fonction logarithme népérienne.

• exp : fonction exponentielle.

• P : notation de la vraisemblance.

ix



CHAPITRE 0. PRINCIPALES NOTATIONS

• L : Comme fonction, est la notation de la log-vraisemblance : logarithme de la vraisem-
blance.

• EM : Expectation-Maximization : algorithme de classi�cation non supervisée.

• θk = (θk,0, · · · , θk,L) : paramètre du groupe k.

• θ paramètre ou ensemble de paramètres à estimer.

• θ(m) : estimation de θ à l'itération m de l'algorithme EM.

•
(
n
p

)
: combinaison de p dans n : nombre de sous ensembles d'un ensemble à n éléments

qui contiennent p éléments.

• ∂f

∂x
: dérivée partielle de la fonction f par rapport à la variable x.

• ∂2f

∂x2
=
∂f

∂x

(
∂f

∂x

)
: dérivée partielle seconde de la fonction f par rapport à la variable

x (dérivée partielle de la dérivée partielle de la fonction f par rapport à la variable x,
par rapport à la variable x).
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INTRODUCTION GÉNÉRALE

Contexte

La surface forestière mondiale est constituée à 50 % de forêt tropicale [11], cette dernière
regroupe en son sein de grande richesse végétale et animale, et joue un grand rôle sur l'en-
vironnement. En e�et, les forêts tropicales possèdent un stock de carbone d'une importance
telle que la déforestation et l'utilisation irrationnelle de ses terres produirait des émissions
de gaz à e�et de serre non négligeable sur le plan mondiale. De plus, la régulation du climat,
l'apport des matières premières, la préservation des fonctions du sol, sont d'autres secours
qu'o�rent ces forêts.
L'homme a donc besoin de comprendre, d'expliquer et de prédire le comportement des forêts
tropicales a�n de préserver la survie de cette abondance naturelle indispensable. Or la popu-
lation forestière en milieu tropical est hétérogène, c'est-à-dire que le système d'évolution de
la forêt est dynamique, il faut donc se servir de modèles de dynamique pour l'appréhension
d'un tel peuplement. C'est ainsi qu'interviennent les modèles statistiques de dynamique des
populations qui proposent des formalismes consistants et adaptables aux suivis des forêts.
Nous nous focalisons alors sur l'individu � arbre � par l'étude des trois processus qui décrive
sa dynamique, savoir : la régénération, la croissance et la mortalité.

Figure 1 � Forêts tropicales. [2]
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Problématique

Après la forêt d'Amérique du Sud dans le bassin de l'Amazon, la forêt tropicale humide
(caractérisée par la plus grande richesse spéci�que) la plus importante est celle du bassin
du Congo en Afrique Centrale. L'inquiétude face aux conséquences de l'exploitation du bois
d'÷uvre de cette forêt a conduit des pays d'Afrique Centrale à une redé�nition des conven-
tions forestières en vue de trouver des moyens de produire durablement du bois d'÷uvre.
Cela demande la quanti�cation des processus qui pilotent la dynamique forestière : la crois-
sance, la mortalité et le recrutement. C'est d'où naîtra le projet DynAfFor : Dynamique des
forêts d'Afrique Centrale, où se développe le logiciel DafSim dont le moteur développé à
l'usage de �exmix 1 a la fonction de construire les groupes de régression des paramètres des
lois de probabilités suivis par chaque processus. Mais ce dernier présente des problèmes de
performances, et aucune considération particulière lorsque les données sont collectées à des
intervalles de temps irréguliers.

Motivations et Objectifs

La grande richesse spéci�que des forêts tropicales disquali�e l'approche de modélisation par
espèce qui demanderait un nombre d'observations irréalisables, et donc un modèle illusoire
sur les données collectées. L'approche consiste donc à regrouper les espèces au comportement
similaire et à calibrer la modélisation vers ces groupes (inconnus). Ce procédé de répar-
tition d'individus dans les groupes que l'on ignore à base d'observations sur des variables
pertinentes les décrivant constitue ce qu'on appelle en statistique : la classi�cation non su-
pervisée. Il s'agit ainsi pour nous d'en construire un qui nous permet de gagner en e�cacité
par rapport à �exmix qui est une bibliothèque de R dans un cadre plus générale.
Nous nous proposons donc de modéliser à base de l'algorithme EM (Expectation- Maximi-
zation), un algorithme de classi�cation non supervisée approprié à la dynamique des forêts
tropicales, et de le développer en langage R. Nous donnons aussi une version générale du
modèle qui prend en compte l'irrégularité des intervalles de temps entre les inventaires de
données forestiers avec l'utilisation d'une méthode d'interpolation pour la complétion des
données manquantes.

Plan du mémoire

Notre travail comporte trois grandes parties organisées comme suit :

1. Une revue de littérature pour la dé�nition des concepts clés tels que les processus de dy-
namique forestière, la classi�cation et certains modèles de régression tout en présentant
l'existant en ce qui concerne la modélisation de la solution.

2. La mise en oeuvre, où nous présentons notre modélisation de la solution avec une claire
présentation théorique du principe de classi�cation (non supervisée) utilisé. Cette partie

1. Bibliothèque du langage R permettant de faire des mélanges de modèles GLM de manière générale par
l'algorithme EM

2
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s'achève avec la production d'équations qui guideront le développement des algorithmes
qui correspondent à notre contexte.

3. Nous terminons avec la partie Application consacrée à la présentation des résultats
obtenus par l'implémentation de notre modélisation. On y présente ceux ci sur les
données issues de simulation et on les compare avec ceux obtenus par l'utilisation du
package 2 �exmix.

2. bibliothèque
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Revue de littérature
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Introduction

En mathématiques appliquées et en informatique, la modélisation, c'est le c÷ur, et la
�nalité, c'est l'explication du réel dans la supposition de l'existence d'un modèle idéale auquel
on veut accéder. Pour suivre l'évolution des forêts tropicales par le biais de modélisation
des processus qui dirigent sa dynamique, une bonne compréhension de ceux-ci est de grande
importance. De même, la connaissance des outils mathématiques et statistiques en particulier
intégrant les modèles, requière une certaine assimilation permettant de mieux cerner le sens
donné par ces théories à la réalité des forêts.
Cette partie a donc pour but d'apporter toute clairvoyance nécessaire à notre travail.
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Chapitre 1

Processus de dynamique forestière

L'hétérogénéité forestière est à son niveau maximal lorsqu'on considère les arbres indivi-
duellement. Comme tout être vivant, un arbre nait, grandi et meurt. La prise en compte
de l'apparition stochastique de ces phénomènes dans le temps fait qu'elles sont considérées
comme des processus. Cependant, le suivi individuel des arbres est di�érent en ce sens que
leurs positions déterminent leurs voisinages et leur statut compétitif dans la résistance au vent
et l'absorption de la lumière, de l'eau et des nutriments du sol[3] [12]. Eu égard à cette consi-
dération des arbres, dans ce chapitre nous dé�nissons les processus de dynamique forestière
en présentant des approches de leurs modélisations qui permettent d'inférer sur l'évolution
d'une forêt face à une perturbation naturelle ou humaine (exploitation) sur des observations
temporelles et spatiales biens dé�nies.

Ce chapitre est essentiellement inspiré du document [13].

Figure 1.1 � Compétition des arbres. [3]
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1.1. PROCESSUS DE CROISSANCE

1.1 Processus de croissance

1.1.1 Dé�nition :

D'une manière générale, la croissance d'un individu peut se dé�nir comme la variation dans
le temps des variables qui permettent sa description. Pour un arbre, ces variables doivent
retenir :

• l'absorption de l'eau

• l'absorption d'élément minéraux

• la nutrition azotée

• la photosynthèse

1.1.2 Modélisations :

La modélisation des processus de croissance consiste formellement à exprimer la variation
temporelle des grandeurs descriptives de l'arbre en fonction de variables que l'on peut classer
en trois catégories :

• Les grandeurs descriptives de l'arbre elles-mêmes(X), typiquement son diamètre à
1, 30m (D), sa hauteur, etc.

• Les variables de compétition(C), appelées aussi indice de compétition

• Les variables de sites décrivant l'e�et du milieu(S)

Cependant, la plupart des auteurs s'accorde à reconnaitre les variables de dimension comme
les meilleurs prédicteurs de la croissance individuelle, la dimension traduisant à la fois les
performances passées de l'individu ainsi que son statut social dans le peuplement. Les autres
variables étant quasiment insigni�antes.

Le plus souvent, l'accroissement de X à l'instant t est prédit à partir de la valeur de X à cet
instant :

dX

dt
= f(X,C, S) (1.1)

où f est appelé fonction de croissance. Et pour la cohérence du système, on ajoute des
équations dites d'état qui relient les variables descriptives entre elles :

Xi = g(Xj) , i 6= j (1.2)

C'est donc la connaissance des formes des fonctions f de 1.1 et g de 1.2 qui fait le c÷ur de
la modélisation de la croissance.
Mais, la modélisation pouvant se faire séparément sur les variables descriptives, nous présen-
tons par la suite la forme des fonctions de croissance.

Bertrand TEGUIA TABUGUIA 7 Mémoire de �n d'études



CHAPITRE 1. PROCESSUS DE DYNAMIQUE FORESTIÈRE

Forme de la fonction de croissance :
On distingue trois catégories de modèles pour la fonction de croissance :

1. Modèles linéaires polynomiaux :

f(X,C, S) = P (X,C, S, θ)

où P désigne un polynôme de coe�cients θ estimés par régression linéaire.

2. Modèles de type sigmoïde :
la forme générale de la croissance s'inspire d'un bilan anabolisme/catabolisme, la va-
riable C n'est donc pas considérée :

f(X,S) = (terme d'anabolisme) − (terme de catabolisme)

3. Modèles potentiel × réducteur :

f(X,C, S) = fpot(X,S) × r(C, S)

où fpot est la fonction "potentiel" et r est la fonction réducteur. Ces modèles sont basés
sur l'hypothèse fonctionnelle sous jacente la plus complète.
En pratique, la fonction potentiel est exprimée sous forme polynomiale ou sous forme
sigmoïde. Elle dépend de la dimension de chaque individu.

Les modèles polynomiaux et les modèles de type potentiel × réducteur sont les plus fré-
quemment utilisés en modélisation individuelle, lorsque l'on travaille à partir de données
transversales. C'est le cas dans la majeure partie des études de modélisation de la dynamique
forestière en raison essentiellement du type de données disponibles.

1.2 Processus de mortalité

1.2.1 Dé�nition :

La mortalité pour un arbre est l'état de dégradation continue et d'indi�érence à l'envi-
ronnement dans le temps qu'atteignent les variables de sa description. Du point de vue du
modélisateur, on distingue deux types de mortalité :

• La mortalité régulière in�uencée par l'âge et la compétition

• La mortalité irrégulière dû aux catastrophes naturelles ou à l'exploitation.
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1.3. PROCESSUS DE RECRUTEMENT

1.2.2 Modélisations :

La mortalité accidentelle n'est pas en générale considérée dans la modélisation. La mortalité
régulière se modélise quant à elle soit de façon déterministe soit de façon stochastique, ce
dernier cas est le plus souvent observé. On considère alors que la probabilité de croissance de
l'arbre est constante, variable ou dépend des caractéristiques de l'arbre et/ou du peuplement,
la plus rependue étant cette dernière.
Les variables les plus recommandées servant à l'estimation de la probabilité de mourir d'un
arbre sont :

• Le diamètre et/ou la surface terrière (surface à 1,30 m du sol) su sujet ;

• Un indice de compétition ;

• Une variable décrivant l'accroissement durant la période précédente, en diamètre ou en
surface terrière.

Le modèle préconiser pour relier ces variables aux probabilités (ou taux) de mortalité des
arbres est le modèle logistique.

1.3 Processus de Recrutement

1.3.1 Dé�nition :

On entend par régénération l'ensemble des processus allant de la �oraison d'un arbre
adulte à l'apparition d'un nouvel individu dans le peuplement en passant par la production
et la dissémination des graines, la germination et l'établissement d'une plantule autotrophe.
La taille du nouvel individu peut- être quelconque : une fois �xée, elle dé�nit le seuil de
recrutement et l'on appelle recruté tout individu ayant franchi ce seuil durant la période
étudiée [14].

1.3.2 Modélisations :

Étant données les di�cultés rencontrées dans la description précise et la quanti�cation des
processus de régénération, il est compréhensible qu'une solution couramment retenue dans
les modèles de dynamique forestière consiste à ignorer les étapes di�ciles et à s'attacher à la
modélisation du recrutement plutôt qu'à celle de la régénération. Le nombre et l'identité des
individus franchissant le seuil de recrutement dépend alors directement de variables caracté-
risant les potentialités du site ou de la place disponible dans le peuplement sans lien explicite
avec les pieds-mères potentiels. La �abilité d'une telle approche pour l'appréhension de la
dynamique forestière demande un contrôle expérimental d'hypothèses sur la régénération, et
donc une communication avec le travail de terrain.
D'une manière générale, l'approche de recrutement consiste à considérer un e�ectif recruté
au-dessus de 10 cm de diamètre constant, fonction de la surface terrière locale. On installe
donc des dispositifs qui vont permettre de faire le décompte des arbres qui traverse le seuil
�xé. Par considération des périodes d'inventaires et des e�ectifs observés (valeurs entières), la
modélisation du recrutement se base immédiatement sur les modèles de régression de Poisson.
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CHAPITRE 1. PROCESSUS DE DYNAMIQUE FORESTIÈRE

1.4 Conclusion

C'est par l'intégration des dynamiques individuelles des arbres dans un modèle de popula-
tion que l'on parvient à un modèle de dynamique forestière, nous avons dé�ni des processus
de dynamique forestières et présenter les modélisations inhérentes à leurs suivis. Nous faisons
ainsi un pas vers l'objectif de modélisation. Cependant, pour comprendre la liaison entre
le formalisme du modèle et les outils mathématiques utilisés, il est important de pouvoir
comprendre ces outils. La suite de cette première partie, est donc basée essentiellement sur
l'existant mathématique utile à notre travail.
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Chapitre 2

Classi�cation non supervisée

Classer signi�e "ranger par classe" et superviser, c'est "contrôler", donc littéralement la
classi�cation non supervisée est le fait de ranger sans contrôle. Sans clari�cation du but
poursuivit, cette dé�nition est assez abusive. Ce chapitre permet de savoir ce qu'est une
classi�cation et dans quel cas dit-on qu'elle est supervisée, il présente aussi les algorithmes
traditionnels de classi�cation non supervisée et se termine sur le choix de la méthode non
supervisée la plus adaptée à notre contexte.

Figure 2.1 � Classi�cation non supervisée : retrouver des groupes sur des données sans
structure visible. [4]

2.1 Généralités et dé�nitions

En statistique, on parle de classi�cation lorsque l'objectif de modélisation est d'opérer
l'identi�cation de classes homogènes d'un ensemble d'individus à partir de leurs traits des-
criptifs (attributs, caractéristique, etc.). On distingue essentiellement deux types de classi�-
cation : supervisée et non-supervisée [15].

2.1.1 Classi�cation non-supervisée

Encore appelée "classi�cation automatique", "clustering" ou "regroupement", la classi�ca-
tion non supervisée est le fait d'identi�er des groupes ou classes d'individus sans informations
sur elles.
Supposons que l'on dispose d'un ensemble d'objets que l'on note par X = {x1, x2, · · · , xN}
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CHAPITRE 2. CLASSIFICATION NON SUPERVISÉE

caractérisé par un ensemble de descripteurs, l'objectif du clustering est de trouver l'ensemble
des ensembles G = {C1, C2, · · · , Cn}, en générale une partition de l'espace des individus de
X, tel que tout x de X appartienne à un C de G. Ce qui revient à déterminer une fonction Ys
qui associe à chaque élément de X un ou plusieurs éléments de G. Il faut pouvoir a�ecter une
nouvelle observation à une classe C de G. Les observations disponibles ne sont pas initiale-
ment identi�ées comme appartenant à telle ou telle population [15]. Les méthodes prônées en
classi�cation non supervisée sont : la classi�cation ascendante hiérarchique, les algorithmes
de réallocation dynamique(k means) et les cartes auto-organisatrices(Kohonen)[16].

2.1.2 Classi�cation supervisée

Dans le contexte supervisé on dispose déjà d'exemples dont la classe est connue et étiquetée.
Les données sont donc associées à des labels des classes notés L = {l1, l2, · · · , ln}. L'objectif
est alors d'apprendre à l'aide d'un modèle d'apprentissage 1 des règles qui permettent de
prédire la classe des nouvelles observations ce qui revient à déterminer une fonction Cl qui
à partir des descripteurs de l'objet associe une classe l, et de pouvoir aussi a�ecter toute
nouvelle observation à une classe parmi les classes disponibles. Parmi les méthodes supervisées
on cite : les k-plus proche voisins, les arbres de décision, les réseaux de neurones, les machines
à support de vecteurs(SVM) et les classi�cateurs de Bayes [15].

2.2 Algorithmes de classi�cation non supervisée

Le but de la classi�cation non supervisée est de trouver une partition des données et de
l'évaluer de la manière suivante [17] :

• Si aucune partition de référence n'est connue, véri�er que :

� Les éléments proches sont dans un même ensemble (ou "cluster") de la partition

� Les éléments éloignés sont dans deux ensembles di�érents de la partition

Les rapprochement et les éloignements étant dé�nit par l'introduction une mesure de
distance entre les objets.

• Si une partition de référence est connue

⇒ Mesurer la distance avec la partition de référence.

Il existe plusieurs méthodes de partitionnement des données, nous présentons par la suites
les méthodes les plus implémentées dans les logiciels sur la preuve de leurs e�cacités.

2.2.1 Les méthodes hiérarchiques

C'est la forme de classi�cation la plus populaire, elle a l'avantage d'être interprétable
visuellement à l'aide des arbres ou dendrogramme. On distingue deux types de classi�cations
hiérarchiques :

1. champ d'étude de l'intelligence arti�cielle qui concerne la mise en oeuvre de méthodes permettant à
une machine d'imiter les systèmes complexes.
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2.2. ALGORITHMES DE CLASSIFICATION NON SUPERVISÉE

La classi�cation ascendante hiérarchique notée (C.A.H) qui se déroule comme suit : à
partir des éléments terminaux, on forme de petites classes ne comportant que les individus les
plus semblables, et à partir de celles-ci, on construit des classes de moins en moins homogènes
jusqu'à obtenir la classe tout entière qui réunit tous les éléments terminaux [18]. En pratique,
on parle de bottom-up(l'arbre se construit des feuilles vers la racine)[17].

Exemple en dimension 2 [17] :

Figure 2.2 � Exemple en dimension 2 d'une classi�cation hiérarchique ascendante

La classi�cation descendante hiérarchique notée (C.D.H), il s'agit d'une dichotomie
de la classe entière jusqu'à obtenir tous les éléments terminaux [18]. On parle de top-down
car l'arbre se construit de la racine vers les feuilles [17].

2.2.1.1 Les étapes d'une classi�cation hiérarchique [18]

Étape 1 : Sélectionner les individus à classer et les variables qui serviront pour
critère de classi�cation ;

Étape 2 : Dé�nir une distance ou un indice d'écart entre paires d'individus. En
générale on ramène le problème sur un espace vectoriel réel et on utilise
la norme euclidienne ;

Étape 3 : Dé�nir une règle de calcul des distances entre classe ;

Étape 4 : Déterminer un critère d'agrégation(minimiser la distance intraclasse
ou maximiser la distance iterclasse) des individus dans les classes.
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CHAPITRE 2. CLASSIFICATION NON SUPERVISÉE

2.2.1.2 Algorithme générale d'une classi�cation hiérarchique [18]

L'algorithme de classi�cation hiérarchique se généralise de la manière suivante :

Algorithme

1. On calcule toutes les distances entre les individus constituant l'ensemble à
classer. Supposant par exemple qu'on a n individus à classer, la matrice des

distances (dite aussi de proximité) est symétrique. On lit donc
n(n+ 1)

2
dis-

tances.

2. Le tri de ces distances permet de déterminer les deux éléments qui vont consti-
tuer une nouvelle classe. Puis on calcul les distances entre cette classe et les
éléments restants que se soit des classes ou des individus.

3. On recommence l'étape 2 avec un élément de moins à chaque itération

4. Itérer jusqu'à ce qu'on ait agrégé tous les individus en une seule classe.

2.2.2 k-moyennes (k-means)

La méthode des k−moyennes reste actuellement la méthode la plus utilisée surtout pour
les grand �chier de données. Cette méthode à l'instar de la méthode hiérarchique, a l'avantage
d'être e�cace et très rapide. La classi�cation hiérarchique a l'inconvénient d'user de toutes
les ressources de l'ordinateur. Pour chaque point, elle calcul sa distance à tous les autres. La
méthode hiérarchique est itérative et elle est ine�cace pour les grands �chiers de données. Le
principe de la méthode des k−means c'est que la classi�cation se fait sur la base du critère
des plus proches voisins. Cela traduit le fait que chaque individu est a�ecté à une classe s'il
est très proche de son centre de gravité.

Contrairement à la méthode hiérarchique, la méthode des k −moyennes �xe le nombre de
classes au départ. Ceci ne se fait pas par hasard, le plus souvent pour estimer ce nombre,
on fait de la classi�cation hiérarchique sur un échantillon représentatif des individus. Cette
méthode apparait donc comme un complément de la méthode hiérarchique [18].

2.2.2.1 Principe [17] :

Plus généralement l'algorithme des k −moyenne obéit aux étapes suivantes :

1. Choisir k points, par un tirage aléatoire sans remise et les considérer comme des cen-
troïdes

2. Distribuer les points dans les k classes ainsi formées selon leur proximité aux centroïdes
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2.2. ALGORITHMES DE CLASSIFICATION NON SUPERVISÉE

3. Utiliser les barycentres des classes comme nouveaux centroïdes et répéter jusqu'à ce
qu'il n'y ait plus de changement.

Exemple pour k = 3

Figure 2.3 � Exemple en dimension 2 d'une classi�cation par k=3-moyennes

Remarque :

• Dans cette méthode il y a déplacement des centres, on parle d'algorithme à centre
mobile.

• Cette algorithme présente une forte dépendance au choix du nombre k de classe.

Une version stochastique de cette algorithme a été développé par Forgy.

2.2.3 Algorithme de Kohonen

Il s'agit d'un algorithme original de classi�cation qui a été dé�ni par Teuvo Kohonen, dans
les années 80. L'algorithme regroupe les observations en classes, en respectant la topologie
de l'espace des observations, on parle des cartes de Kohonen, cela veut dire qu'on dé�nit a
priori une notion de voisinage entre classe et que des observations voisines dans l'espace des
variables appartiennent (après classement) à la même classe ou à des classes voisines [5].
Les voisinages entre classes peuvent être choisis de manière variée, mais en générale on sup-
pose que les classes sont disposées sur une grille rectangulaire qui dé�nit naturellement les
voisins de chaque classe.
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CHAPITRE 2. CLASSIFICATION NON SUPERVISÉE

Figure 2.4 � Exemple de voisinage entre classes de l'algorithme de Kohonen à grilles carrées
[5]

2.2.3.1 Principe de l'algorithme de Kohonen

La structure d'une carte de Kohonen peut être représentée comme un réseau de neurones
avec une couche d'entrée, qui correspond à l'observation z = (z1, · · · , zn) de dimension n, et
une couche de sortie, qui est composée d'un ensemble de neurones interconnectés et liés entre
eux par une structure de graphe non orienté, noté C. Cette dernière dé�nie une structure de
voisinage entre les neurones.
Cette couche de traitement est appelée carte. Les neurones de la couche d'entrée sont entiè-
rement connectés aux neurones de la carte, et les états de la couche d'entrée sont forcés aux
valeurs des signaux d'entrée.
La topologie de la carte est apprise (ou calculée) par l'algorithme de gradient stochastique
de Kohonen, auquel on fournit en entrée des données de dimension n (n pouvant être de
dimension très grande) à analyser, ces données étant l'équivalent biologique des signaux du
système nerveux. Chaque neurone de la carte correspond alors à un prototype du jeu de
données, c'est à dire un individu �ctif représentatif d'un ensemble d'individus réels proche
de lui même(groupe d'individus). Un neurone de la carte est donc représenté par un vecteur
de même dimension que les données. Les composantes de ce vecteur sont les "poids" (notés
W ) des connexions du neurone aux entrées du réseau, et sont également les coordonnées
du prototype associé au neurone dans l'espace multidimensionnel de départ. La propriété
d'auto-organisation de la carte lui permet de passer d'un état désorganisé à l'initialisation à
un état organisé respectant la topologie des données[19].

Figure 2.5 � Principe de l'algorithme de Kohonen [6]
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2.2. ALGORITHMES DE CLASSIFICATION NON SUPERVISÉE

Plus concrètement [19] :
Soit un réseau de M neurones, et notons k le nombre d'entrées, et X = (x1, · · · , xk)t un
vecteur d'entrée. Les vecteurs d'entrée sont extraits d'un ensemble d'apprentissage A. Cet
ensemble contient Card(A) vecteurs. Chaque neurone est caractérisé par un vecteur de poids
Wj = (ω1j, · · · , ωkj)t, j étant le numéro du neurone. En réponse à un vecteur d'entrée x,
le neurone pour lequel la distance quadratique ‖Wj − x‖2 est minimale est appelé neurone
vainqueur. On note :

Oj = ‖Wj − x‖2 =
K∑
i=1

(ωij − xi)2 (2.1)

On a l'algorithme suivant, nommé algorithme d'apprentissage de la carte :

Algorithme

1. Initialisation t = 0. Initialisation des vecteurs poids {W1, · · · ,WM}

2. n = 1, choix aléatoire d'une permutation ρ de {1, · · · , Card(A)}

3. Présentation du vecteur xρ(n) en entrée.

4. Calcul des sorties des neurones : Oj

5. Détermination du vainqueur (neurone ayant la plus faible sortie)

6. Modi�cation des poids :

4Wj = αjk(t) (x−Wj) (2.2)

7. n = n+ 1

8. Si n 6 Card(A), aller à 3

9. t = t+ 1

10. Si t < T , aller à 2

Les coe�cients αjk(t) sont de la forme α(t, d(j, k)). d détermine la dimension du réseau.
Pour les réseaux en dimension un, on a d(j, k) = |j − k|, et on prend un voisinage gaussien,
qui donne de meilleurs résultats en pratique.

αjk(t) = α0 exp

(
−(j − k)2

2σt

)
(2.3)

α0 est nommé "vitesse d'apprentissage". Kohonen suggère des valeurs de l'ordre de 10−1.
L'écart type σt décroit avec t selon une loi exponentielle.
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CHAPITRE 2. CLASSIFICATION NON SUPERVISÉE

Remarque De tous ces algorithmes que nous venons de voir, le seul qui ne �xe pas le
nombre de groupe ou de classe est la méthode hiérarchique, mais elle présente une faible
e�cacité sur un gros volume de données. Quant à l'algorithme de k-moyennes et l'algorithme
de Kohonen, la �xation du nombre k de groupe utilise en général la méthode hiérarchique
sur un volume réduit de données, on parle de classi�cation à deux niveaux. D'autres parts
l'ensemble de ces modèles se basent sur une approche géométrique pour la classi�cation,
ce qui peut alourdir l'objectif de la modélisation qui l'extraction de l'information utile à
l'imitation de la génération des observations, nous introduisons par la suite, des modèles qui
sont �exibles à la diversité et qui permettent par une approche probabiliste d'atteindre de
grands résultats pour la classi�cation.

2.3 Les modèles de mélange et la classi�cation

2.3.1 Généralités

Dé�nition 2.3.1 (Loi mélange). Une loi de mélange �ni M sur un espace X est une loi
de probabilité s'exprimant comme une combinaison convexe de plusieurs lois de probabilité
M1, · · · ,MK sur X . Autrement dit, il existe K coe�cients π1, · · · , πK (πk > 0 et

∑K
k=1 πk =

1) tels que, pour tout x ∈ X ,

M(x) =
K∑
k=1

πkMk(x) (2.4)

Les πk et Mk sont respectivement appelées proportions et composantes du mélange .

Cette dé�nition peut s'étendre au cas où on a une in�nité de composante, si on considère un
ensemble Ω de paramètres de lois f , si on a :∫

Ω

π(θ)dθ = 1

alors,

f(x,Ω) =

∫
Ω

π(θ)f(x, θ)dθ

est une densité mélange.

2.3.1.1 L'exemple gaussien [20]

Généralement, on suppose en outre que chaque composante Pk appartient à une famille pa-
ramétrique P (., αk) et on note P (.; θ) la loi mélange associée à ce paramètre, θ = (π1, · · · , πK , α1, · · · , αK)
désignant le paramètre de ce modèle. Le choix se restreint à des familles P (.;αk) conduisant
à des lois mélanges généralement identi�ables 2 dans les situations d'intérêt.
Dans le cas continu où X = Rd, le modèle paramétrique le plus utilisé est la loi multinomiale :

P (., αk) = N (µk,Σk) (2.5)

avec αk = (µk,Σk), µk ∈ Rd désignant la moyenne de la composante k et Σk ∈ Rd2 la matrice
de variance covariance correspondante.

2. loi dont les paramètres se détermine de façon unique
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2.3. LES MODÈLES DE MÉLANGE ET LA CLASSIFICATION

Figure 2.6 � Mélange de deux lois gaussiennes en dimension deux [7]

En statistique, on considère un ensemble de données comme la réalisation d'une loi mé-
lange, et on cherche alors retrouver les paramètres de cette loi générative des données. Cette
approche permet de partitionner les données en catégories suivant les proportions du mélange.
Il s'agit bel et bien de la classi�cation non supervisée. La recherche des paramètres de la loi
mélange associée à ce genre de donnée par la méthode du maximum de vraisemblance(EMV)
a conduit à la naissance d'un algorithme performant et très recommandé pour ce genre de
situation : L'algorithme EM.

2.3.2 Algorithme EM (Expectation-Maximization)

L'algorithme EM [21] est une méthode d'estimation paramétrique s'inscrivant dans le cadre
général du maximum de vraisemblance.
Lorsque les seules données dont on dispose ne permettent pas l'estimation des paramètres,
et/ou que l'expression de la vraisemblance est analytiquement impossible à maximiser, l'al-
gorithme EM peut être une solution. De manière grossière et vague, il vise à fournir un
estimateur lorsque cette impossibilité provient de la présence de données cachées ou man-
quantes [22] : la connaissance de la répartition.

2.3.2.1 Principe générale de l'algorithme EM

L'algorithme EM tire son nom du fait qu'à chaque itération il opère deux étapes distinctes :

Etape Expectation souvent désignée comme � l'étape E �, procède comme son nom le
laisse supposer à l'estimation des données inconnues, sachant les don-
nées observées et la valeur des paramètres déterminée à l'itération pré-
cédente ;

Etape Maximization ou � étape M �, procède donc à la maximisation de la vraisemblance,
rendue désormais possible en utilisant l'estimation des données incon-
nues e�ectuée à l'étape précédente, et met à jour la valeur du ou des
paramètre(s) pour la prochaine itération.
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CHAPITRE 2. CLASSIFICATION NON SUPERVISÉE

2.3.2.2 Notes sur EM

EM fait croître la vraisemblance, il converge très souvent vers un point stationnaire qui
peut être typiquement le maximum global, un maximum local ou un point selle [20] si la
vraisemblance en possède un bien-sûr. L'initialisation est très importante pour mener à bien
la convergence de l'algorithme, il est recommandé de procéder à plusieurs maximisations en
changeant les valeurs initiales.
L'objectif de détermination des composantes du mélange conduit aussi EM à un but de clas-
sement. Cette algorithme a la caractéristique de mener à un double objectif, celui de l'estima-
tion des paramètres et celui du partitionnement. Le choix du nombre K de groupe(nombre de
composante de la loi mélange) se fait en très souvent par l'un des trois critères de statistique
mathématique de référence suivant :

• AIC (An Information Criterion) : Un "bon" modèle est celui qui utilise un compromis
en terme de "biais-variance". Il y a indépendance avec le nombre d'observation.

• BIC (Bayesian Information Criterion) : un "bon" modèle est celui qui maximise la
vraisemblance intégrée(sur les paramètres) lorsque chaque modèle en compétition est
équiprobable à priori. Celle ci présente une dépendance avec le nombre d'observation.

• ICL (Integrated Complete Likelihood) qui est un critère BIC pénalisé par l'imbrica-
tion(pas d'adjacence entre classe), très adapté à EM pour assurer la partition.

Pour la classi�cation, il est possible de dé�nir une approche géométrique similaire au cas
des centre mobile en utilisant les modèles parcimonieux gaussiens [20]. Mais très souvent la
classi�cation se fait par une variante de EM : ECM (C pour classi�cation) qui poursuit se
focalise beaucoup plus dans le sens du classement mais présente très souvent des estimateurs
biaisés 3. On utilise aussi le principe de MAP(Maximum à Postériori) qui consiste à consi-
dérer comme classe d'un individu ou d'un style d'individu, celle où il est le plus probable
d'être par rapport à l'estimateur trouvé.

2.4 Conclusion

Nous avons présenté dans ce chapitre, les algorithmes permettant de faire le partitionne-
ment d'un ensemble de données, nous avons parlé de la méthode hiérarchique qui est très
performante pour un volume réduit de données, nous avons aussi présenter la méthode des k-
moyennes et la méthode de Kohonen qui sont individuellement complémentaire à la méthode
hiérarchique et permette d'attaquer de grand volume de donnée, celle de Kohonen étant la
plus générale. Ensuite nous avons introduit le modèle le plus �exible et plus adaptatif aux
données abondantes et diversi�és [20] : le modèle de mélange dont l'algorithme de classi�-
cation utilisé est l'algorithme EM (Expectation-Maximization) qui a l'avantage de conduire
autant à la classi�cation qu'à un procédé de simulation pour la description comportementa-
liste et générative des individus de chaque classe.
Nous sommes ainsi parvenu à pourvoir faire le choix de notre procédure de classement, l'al-
gorithme EM présentant un ensemble de caractéristiques adaptées à notre contexte, nous

3. l'espérance mathématique(moyenne) de l'écart à la vrai valeur n'est pas nulle(non négligeable)
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2.4. CONCLUSION

l'utiliserons spécialement dans la deuxième partie de ce mémoire en donnant dans notre cas
spéci�que la preuve qu'elle conduit vers la solution désirée.
Cependant, étant donné que nous poursuivons également un but de d'inférence sur la dy-
namique individuelle des arbres, il serait judicieux pour nous de dé�nir les méthodes de
régression notamment citées sur les modèles de forêt, utiles à la bonne marche de notre
travail.
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Chapitre 3

Régression Logistique et régression de
Poisson

En statistique, lorsque les variables aléatoires observées ne peuvent être considérées comme
identiquement distribuées, même en présence d'indépendance, on recherche un modèle expli-
catif dit de régression.
De façon informelle, un modèle dit explicatif est un modèle exprimant une variable Y , appelée
variable à expliquer(ou réponse), comme fonction d'une ou plusieurs variables dites variables
explicatives ou prédicteurs. Néanmoins, si l'entité Y est considérée comme une variable aléa-
toire Y , un terme aléatoire, caractérisant l'incertitude de la prédiction, doit être introduit
d'une certaine manière dans l'équation du modèle.
Dans un modèle de régression, on cherche essentiellement à déterminer la variation de l'es-
pérance mathématique de Y en fonction des variables explicatives [23].
Nous allons faire une brève présentation de deux modèles parmi les modèles GLM (Genera-
lized Linear Models) : la régression logistique et de la régression de Poisson. Nous noterons
X1, · · ·XL les variables explicatives. Chaque section de ce chapitre présente la forme d'une
fonction dite "fonction de lien" g qui permet de faire la liaison entre la partie déterministe
dépendante du paramètre θ à estimer, et l'espérance µ de la partie aléatoire (la variable à
expliquer). On a la relation :

g(µ) = θ0 + θ1X1 + · · ·+ θLXL = Xθ (3.1)

X = (1, X1, · · · , XL), θ = (θ0, · · · , θL)t. On notera xi = (1, xi,1, · · · , xi,L) l'observation des
variables variables explicatives pour un individu i, et dans le cas général on notera x pour
parler d'un individu quelconque.

3.1 Régression logistique

Nous donnons la dé�nition simpli�ée de ce modèle, où on parle encore de classi�cation
binaire : la variable aléatoire observée ne peut prendre que deux valeurs que l'on identi�e par
les labels de {0, 1}.

Dé�nition 3.1.1. (Régression logistique) [24] Le modèle logistique propose une modélisation
de la loi de Y |X = x par la loi de Bernoulli de paramètre pθ(x) = Pθ(Y = 1|X = x) telle
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3.2. REGRESSION DE POISSON

Figure 3.1 � Régression de Poisson et régression logistique [8]

que :

ln

(
pθ(x)

1− pθ(x)

)
= θ0 + θ1x1 + · · ·+ θLxL (3.2)

ou encore
logit(pθ(x)) = xθ

logit désignant la fonction bijective de ]0, 1[ dans R : p→ ln(p/(1− p)).

En utilisant la réciproque de la fonction logit, L'égalité 3.2 s'écrit aussi :

pθ(x) = Pθ(Y = 1|X = x) =
exp(xθ)

1 + exp(xθ)
= [1 + exp(−xθ)]−1 (3.3)

Remarque :

• La fonction de lien est g = logit

•

{
Eθ[Y |X = x] = Pθ(Y = 1|X = x)

Vθ[Y |X = x] = Pθ(Y = 1|X = x) (1−)Pθ(Y = 1|X = x)

Cette dernière remarque implique que la variance n'est pas constante en varie selon l'individu,
on parle d'hétéroscédasticité.

3.2 Regression de Poisson

On parle aussi de modèle log-linéaire. Ce modèle est utilisé lorsque la variable à expliquer
est une variable de comptage, par exemple :

• Le nombre de catastrophe aériennes sur une période donnée

• Le nombre de nouvel élève d'un lycée chaque rentrée scolaire

• Le nombre d'accident par jour sur une autoroute

Dé�nition 3.2.1. (Régression log-linéaire) Le modèle log-linéaire propose une modélisation
de la loi de Y |X = x par une loi de Poisson de paramètre λ = λ(x) telle que :

ln (E[Y |X = x]) = xθ (3.4)

Pour une nouvelle mesure x e�ectuée, le modèle log-linéaire va donc prédire la valeur exp(xθ)
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CHAPITRE 3. RÉGRESSION LOGISTIQUE ET RÉGRESSION DE POISSON

Rappel : L'espérance et la variance d'une loi de Poisson c'est la valeur de son paramètre.
Ceci permet de dire aussi que la régression de Poisson prédit la moyenne des valeurs observées.

Remarque : Pour la régression de Poisson la fonction g = ln, qui a l'avantage d'être aussi
bijective prenant les valeurs dans [0, +∞[.

3.3 Conclusion

Nous venons de voir deux modèles GLM (Generalized Linear Models) qui permettent
de faire de la régression sur des observations de variable aléatoire à valeur binaire ou de
comptage, la première étant expliquée par un modèle logistique qui utilise la fonction logit
(logarithme du rapport des chances) pour le lien avec les combinaisons linéaires des variables
explicatives et la dernière étant expliquée par le modèle log-linéaire ou modèle de Poisson
qui utilise le lien log (logarithme).
Nous terminons ainsi la présentation des outils théoriques de notre travail. Nonobstant, nous
achevons cette partie par la présentation des outils d'implémentation utilisés.
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Chapitre 4

Logiciels utilisés

Pour parvenir à l'application des sciences à la vie, l'ordinateur, reste le seul moyen d'au-
tomatisation et de minimisation de l'erreur que l'homme puisse utiliser. Son développement
croissant apporte jour après jour un ensemble de programmes pouvant communiquer pour
réaliser les tâches de l'humain. Pour faire de la statistique, elle o�re des logiciels de program-
mation et de manipulation de données permettant de mettre en ÷uvre des aides à la décision.
Nous utilisons pour notre cas, deux principaux logiciels : R et Notepad++.

Figure 4.1 � Logo du logiciel R et de l'éditeur Notepad++ [9] [10]

4.1 Le logiciel R

4.1.1 Présentation Générale

R est un logiciel Open Source (gratuit et libre en développement) développé en C pour
les statistiques et les graphiques. Il donne une grande variété pour les calculs statistiques
comme la modélisation linéaire ou non linéaire, les tests statistiques, la classi�cation, et
autres technique statistiques et graphiques.
Le grand atout de R est sa facilité à produire les graphiques avec des symboles ou des formules
mathématiques intégrées. R est téléchargeable gratuitement sur cran.r-project.org.

4.1.2 Mode de fonctionnement

[25]
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CHAPITRE 4. LOGICIELS UTILISÉS

Deux moyens de fonctionnement :

(1) R est un interpréteur, il permet de programmer avec le langage S (on peut parler aussi
de langage R). L'objet de base est un vecteur de données.
C'est un réel langage de programmation, c.-à-d. types de données, branchements condition-
nels, boucles, organisation du code en procédures et fonctions, découpage en modules. Pour
exécuter un programme R, on le transmet via un script ".r"

(2) R est un logiciel de statistique et de data mining, pilotée en ligne de commande. Il est
extensible (quasiment) à l'in�ni via le système des packages.
Les instructions servent à manipuler les objets R c.-à-d. les ensembles de données, les vec-
teurs, les modèles, etc. Nombreuses fonctions graphiques disponibles via la fonction "plot()".
L'exécution se fait en introduisant la commande dans le terminal, manipulation interactive.

Les langages interprétés ont la caractéristique d'être lent en générale car l'exécution se
fait de manière séquentiel, mais R présente une di�érence, car il possède des fonctions de
bases (apply, eigen, svd, etc) qui sont compilées. Bref, les problèmes en R sont causés par les
boucles. Cependant on conseil beaucoup la "vectorisation" en R, cela consiste à regrouper les
données dans les vecteurs, matrices, liste ou data.frame et à faire les opérations en utilisant
les fonctions de bases.

Figure 4.2 � Console de R
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4.2. L'ÉDITEUR NOTEPAD++

4.2 L'éditeur Notepad++

Notepad++ est un éditeur de texte générique qui est écrit en C++ (d'où son nom) par
Don Ho, un informaticien basé à Paris diplômé de l'Université Paris VII - Diderot en 2000.
Particulièrement performant, cet éditeur est distribué gratuitement sous licence GPL.
Il intègre plusieurs syntaxes de langage (parmi lesquelles le langage R) avec coloration syn-
taxique.

Figure 4.3 � Editeur Notepad++

4.3 Conclusion

Nous venons de voir deux logiciels dont un éditeur pour les scripts (programme sur �-
chier) et le langage R qui permet de faire l'application des statistiques. Le couplage de ces
deux logiciels peut donc bien conduire à l'élaboration informatique d'un modèle statistique,
particulièrement le notre.
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Introduction

Pour pouvoir suivre l'évolution d'une forêt, il est nécessaire de modéliser les trois compo-
santes de sa dynamique : la croissance, la mortalité et la régénération. Vu globalement, une
forêt tropical est faite d'un peuplement d'arbres hétérogènes rendant sa description complexe
à cause de sa grande diversité spéci�que. Pour résoudre ce problème, on se propose de re-
grouper les espèces d'arbres en groupes ayant un comportement similaire suivant les trois
processus et les classes diamétriques. Cela va nous permettre de partitionner le peuplement
forestier pour décrire l'évolution de chaque espèce dans chaque classe de diamètre et ainsi
prédire la dynamique globale de la forêt.
DafSim est un logiciel de moteur DafMod, développé dans le cadre du projet DynAfFor pour
la dynamique des forêts d'Afrique Centrale, notre travail est une contribution pour l'augmen-
tation de la performance de DafMod pour le procédé de classi�cation (non supervisée) par la
modélisation d'un algorithme propre à notre problème. Nous fournissons aussi une approche
d'extension de notre algorithme au cas générale des inventaires de données collectées à in-
tervalle de temps quelconque, obstacle que nous surmontons en faisant usage d'interpolation
pour la complétion des données.

Vue globale du problème

L'hétérogénéité d'un peuplement se décrit grâce aux modèles à base de fonctions de distri-
bution. Ces modèles en écologie sont issus de la démographie humaine et ont été développés
par Leslie en 1945 [13]. Ils résument la population par des fonctions de distribution sur une
ou plusieurs variables. Il s'agit donc de suivre l'évolution de ces fonctions de distribution
dans le temps. Nous nous intéressons à la distribution diamétrique à temps discret. En e�et,
la variation du diamètre des arbres est divisée en L catégories et on note nl(t) le nombre
d'arbre qui sont dans la catégorie l pour le diamètre à la date t. L'état de la forêt est alors
décrit par le vecteur :

Nt = (nl(t))l6L

Nous sommes ainsi rattachés par discrétisation du temps, aux chaînes de Markov qui sont au
c÷ur des modèles linéaires dynamiques. L'évolution se dé�nie alors de la manière suivante :

Nt+1 = M(t, Nt)Nt

Où nous considérons un lien direct entre la matrice M de taille (L + 1) × (L + 1) et les
e�ectifs nl(t) de chaque catégorie(modèle densité-dépendant). Pour rester dans le cadre
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d'un modèle stochastique, on utilise un modèle de Usher qui permet d'obtenir une matrice
stochastique(valeur positives et colonne de somme 1) :

M = C + R avec C =


q1 0 · · · 0
p1 q2 · · · 0

. . . . . .
· · · pL−1 qL 0

m1 · · · mL 1

 (4.1)

et R =


r1 · · · rL 0

0

 (4.2)

Où

• La matrice C est une matrice Markovienne, dont la chaîne de Markov associée a pour
variable aléatoire la catégorie dans laquelle se situe un arbre arbitraire.

• ql est la probabilité qu'un arbre reste dans la classe l en survivant.

• pl est la probabilité qu'un arbre quitte la classe l pour la classe l + 1 en survivant.

• ml = 1− pl − ql (l = 1, · · ·L− 1) et mL = 1− qL sont les probabilité de mortalité dans
la classe de l'indice.

• La matrice R représente le recrutement, rl est le nombre moyen de recrut dans la classe
l.

Cette matrice illustre trois transitions des classes résumées dans le schéma suivant :

Figure 4.4 � Automate de transition des classes diamétriques

Notre but est d'inférer sur la dynamique interne d'une classe pour la détermination des
pl, ml rl. En se basant sur les études mener en biométrie nous savons que l'explication de la
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dynamique d'une forêt se base sur trois principales variables : l'espèce, la surface terrière qui
est le peuplement en terme de surface (la surface pour un arbre étant prise à la hauteur 1,30
m), et le diamètre. La forêt est donc partitionnée en L classes de diamètres, et les processus
se dé�nissent de la manière suivante :

• La croissance est le fait pour un arbre de passer de sa classe de diamètre à la classe de
diamètre directement au dessus ;

• La mortalité, il s'agit ici de la mortalité naturelle, celle qui n'est pas liée à l'exploitation
forestière.

• Le recrutement, qui est le fait qu'un arbre juvénile intègre la première classe de diamètre
et devient pris en compte dans le peuplement.

Dans une classe, nous voulons pour chaque arbre d'une espèce, inférer sur les trois processus
à l'aide de données de surfaces terrières de toutes les classes de diamètre. Ce qui nous fait
L variables explicatives. Mais cela nous conduit à un modèle par espèce, ce qui n'est pas
réaliste vu la richesse spéci�que et la faible représentation de certaines espèces. D'où l'idée
de regrouper les espèces pour chacun des trois processus séparément et de faire une régression
en mélange.

La suite de notre travail se divise en deux grandes parties. Dans la première nous tra-
vaillons pour des inventaires à intervalles de temps réguliers, et la deuxième partie sera une
généralisation de celle-ci aux inventaires à intervalles de temps quelconques.
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Chapitre 5

Modélisation pour les intervalles de
temps réguliers entre les inventaires

Lorsqu'on parle d'inventaires à intervalles de temps réguliers, on veut par là dire que le
temps qui sépare deux inventaires consécutifs est constant, en générale il s'agit d'une année.

5.1 Modèle de mélange pour la mortalité

On représente les données de la manière suivante :

Table 5.1 � Tableau de données pour la mortalité, i = 1, · · · N
Y X

m n Esp X1 · · · XL

...
...

...
...

...
...

ms,i ns,i s xs,i,1 · · · xs,i,L
...

...
...

...
...

...

Y désigne la variable aléatoire à expliquer à laide des données de la variable X qui est la
partie déterministe.

• m désigne le nombre d'arbres morts

• n désigne le nombre d'arbres observés

• Esp désigne l'espèce. NB : les valeurs de cette colonne sont répétitives. On notera S le
nombre d'espèce et ns le nombre de fois que �gure l'espèce s sur le tableau de données.

• X1, · · · , XL désignent les variables explicatives, chacune donnant la surface terrière de
la classe diamétrique de son indice.

• Hypothèse : On admet l'indépendance entre les lignes du tableau de données.

32



5.1. MODÈLE DE MÉLANGE POUR LA MORTALITÉ

Remarque : Dans la pratique, les lignes représentent les parcelles où plusieurs observations
sur les arbres d'une espèce ont étés faites.

On pose xs,i = (1, xs,i,1, · · · , xs,i,L), le vecteur de données des variables explicatives de
l'individu(les arbres de l'espèce s d'une parcelle) à la ligne i.

Étant donné que les données de chaque ligne représentent les observations sur plusieurs
arbres, on se procède par la modélisation pour un seul arbre a�n de parvenir à la modélisation
pour une espèce.

Soit a un arbre de l'espèce de la ligne i et s l'espèce présente. Notons ys,i,a la variable
aléatoire binaire à valeur dans {0, 1} donnant la mort(1) ou la vie(0) de l'arbre a. ys,i,a suit
une loi de Bernoulli, on note ps,i,a = P{ys,i,a = 1} son paramètre.
Pour inférer sur la mortalité des arbres de la ligne i, on pourrait penser à un modèle logistique
3.2 à l'aide des variables explicatives. Cependant, les mêmes valeurs de variables explicatives
servent à l'explication de la mortalité de tous les arbres à cette ligne, ainsi la probabilité de
mourir ps,i,a est considéré indépendante directement à l'arbre a, et donc, il n'est pas question
de régression logistique sur une ligne (homoscédasticité).

ps,i,a = ps,i ∀a

En considérant la variable ys,i comme celle donnant la mortalité sur tous les ns,i arbres de la
ligne i, ys,i est une répétition de loi de Bernoulli, donc une loi Binomiale B(ns,i, ps,i). L'es-

timateur du maximum de vraisemblance de la probabilité de mourir sur les ni arbres est
ms,i

ns,i
.

Or cette estimation est aussi inconnue puisqu'elle correspond à la partie aléatoire du tableau
de données ??. L'observation répétée sur les parcelles de l'espèce s donnant ns données
xs,j, j ∈ {1, · · · , ns}, nous conduit alors à un problème de régression logistique car

ms,j

ns,j
∈

]0, 1[ est une probabilité. (on envisage pas la possibilité d'une totale mort de tous les arbres
dans une parcelle, ms,j < ns,j).

Ainsi, le modèle de régression sur la mortalité des arbres d'une espèce, est le modèle logistique
qui s'écrit :

logit

(
ms,j

ns,j

)
= θ0 + xs,j,1θ1 + · · ·+ xs,j,LθL = xs,jθ j = 1, ns (5.1)

Remarque :

• Cette forme du modèle logistique est sa forme générale, on parle de modèle logistique à
données groupés ou répétées [24]. L'observation de la variable réponse Y est vu comme

le rapport
m

n

• l'indice j est utilisé pour les lignes du tableau de données correspondant à l'espèce s,
on utilise pas l'indice i parce que l'ordre n'est pas le même, ceci nous permet de nous
a�ranchir de la dé�nition d'une fonction injective entre les indices.
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CHAPITRE 5. MODÉLISATION POUR LES INTERVALLES DE TEMPS RÉGULIERS
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Nous sommes donc parvenu à trouver le modèle de régression pour une espèce. Or comme
nous avons spéci�er depuis l'introduction de cette partie que le nombre d'espèce est très divers
et on retrouve la présence d'espèces rares. On fait donc l'hypothèse d'une loi mélange(mélange
de loi logistique) sur l'ensemble des espèces. On noteK le nombre de composantes du mélange.
Il s'agira donc d'estimer le vecteur de paramètre θ = (π1, · · · , πK , θ1, · · · , θK) où les πk
représentent les paramètres du mélange et θk = (θk,0, · · · , θk,L).

Ecriture de la loi mélange
Supposons que l'espèce s est du groupe k, on pose

ms,j

ns,j
= ps,j,θk . On a :

P(ys,j = ms,j) =

(
ns,j
ms,j

)
p
ms,j

s,j,θk
(1− ps,j,θk)ns,j−ms,j (5.2)

En considérant l'indépendance des observations sur l'espèce (hypothèse), on a

P{(ys,1, · · · , ys,j, · · · , ys,ns) = (ms,1, · · · ,ms,j, · · · ,ms,ns)} =
ns∏
j=1

(
ns,j
ms,j

)
p
ms,j

s,j,θk
(1−ps,j,θk)ns,j−ms,j

(5.3)
En utilisant l'inverse de la fonction logit 3.2, si on pose

P (ys|xs, θk) = P{(ys,1, · · · , ys,j, · · · , ys,ns) = (ms,1, · · · ,ms,j, · · · ,ms,ns)}

on a alors la ke composante du mélange suivante :

P (ys|xs, θk) =
ns∏
j=1

(
ns,j
ms,j

)( exp(xs,jθk)

1 + exp(xs,jθk)

)ms,j
(

1− exp(xs,jθk)

1 + exp(xs,jθk)

)ns,j−ns,j

(5.4)

=
ns∏
j=1

(
ns,j
ms,j

)
exp(xs,jθk)

ms,j

(1 + exp(xs,jθk))ns,j
(5.5)

D'où la loi mélange

P (ys|xs, θ) =
K∑
k=1

πkP (ys|xs, θk) =
K∑
k=1

πk

ns∏
j=1

(
ns,j
ms,j

)
exp(xs,jθk)

ms,j

(1 + exp(xs,jθk))ns,j
(5.6)

Remarque : xs et ys font référence à tous les données qui correspondent à l'espèce s.

5.2 Modèle de mélange pour la croissance

On a le tableau 5.2

Dans notre cas de �gure, la croissance se présente exactement comme la mortalité, en e�et,
la croissance est modélisé comme une variable binaire tout comme la mortalité, ainsi pour
un arbre a quelconque, on a les deux éventualités suivante : {”granir”, ”pas grandir”}. Le
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5.3. MODÈLE DE MÉLANGE POUR LE RECRUTEMENT

Table 5.2 � Tableau de données pour la croissance, i = 1, · · · N
Y X

g n Esp X1 · · · XL

...
...

...
...

...
...

gs,i ns,i s xs,i,1 · · · xs,i,L
...

...
...

...
...

...

procédé est donc exactement le même que celui de la mortalité(remplacement de m par g).
On déduit alors la loi mélange suivante :

P (ys|xsθ) =
K∑
k=1

πkP (ys|xs, θk) =
K∑
k=1

πk

ns∏
j=1

(
ns,j
gs,j

)
exp(xs,jθk)

gs,j

(1 + exp(xs,jθk))ns,j
(5.7)

5.3 Modèle de mélange pour le recrutement

Table 5.3 � Tableau de données pour le recrutement, i = 1, · · · N
Y X
r Esp X1 · · · XL

...
...

...
...

...
rs,i s xs,i,1 · · · xs,i,L
...

...
...

...
...

Nous considérons directement dans cette partie l'idée de loi mélange, comme loi régissant les
observations pour une espèce.
rs,i désigne pour l'espèce s, le nombre moyen de recrut à la ligne i. Si on note ys,i la variable
aléatoire réponse de cette ligne, on sait d'après la dé�nition du modèle de Poisson vu à la
première partie 3.4 que ys,i suit une loi de poisson P(λθk,s,i). On a la relation :

λθk,s,i = exp(xs,iθk)

On a pour l'espèce s

P{(ys,1, · · · , ys,j, · · · , ys,ns) = (rs,1, · · · , rs,j, · · · , rs,ns)} =
ns∏
j=1

λ
rs,j
θk,s,j

rs,j!
exp(−λθk,s,j) (5.8)

On déduit alors la densité mélange de régression log-linéaire suivante :

P (ys|xs, θ) =
K∑
k=1

πk

ns∏
j=1

exp (rs,jxs,jθk − exp(xs,jθk))

rs,j!
(5.9)
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θ = (π1, · · · , πK , θ1, · · · , θK)
Rappel de notation : l'indice j lié à l'espèce n'est pas dans pas dans le même ordre que
l'indice i qui est plus générale et lié au tableau de données.

Maintenant il nous reste à formuler l'algorithme EM pour, la détermination des paramètres
θ. Mais avant, présentons les preuves théoriques de la convergence de cet algorithme tout en
ressortant son approche de maximisation de la vraisemblance. Et par la suite nous utiliserons
ces résultats.

5.4 Appuis Théoriques de l'usage de EM (Expectation-

Maximisation)

Notons par P (ys|xs, θ), la densité mélange associé aux observations, et par S le nombre
d'observation. Note : ce que nous présentons ici est une généralisation pour le cas discret de
la preuve de la robustesse de l'algorithme EM. Nous utilisons les notations de notre contexte
a�n de faciliter la compréhension de la suite du modèle.
Donc on a la loi mélange

P (ys|xs, θ) =
K∑
k=1

πkP (ys|xsθk)

On a la vraisemblance suivante :

P (X; θ) =
S∏
s=1

P (ys|xs, θ) =
S∏
s=1

K∑
k=1

πkP (ys|xsθk) (5.10)

et la log-vraisemblance

L(X; θ) =
S∑
s=1

ln
( K∑
k=1

πkP (ys|xsθk)
)

(5.11)

Remarque :

• Nous ne faisons pas � de la variable Y , c'est juste que l'on se situe dans un contexte
d'estimation, la régression étant implicite car comme on peut le remarquer, lors de
la recherche du modèle mélange, c'est la statistique θ = (π1, · · · , πK , θ1, · · · , θK) qui
permettra de faire de l'inférence et du classement sur les données.

• Le passage à la log-vraisemblance transforme le P en L

Constatons que, la maximisation de la log-vraisemblance obtenu est impossible, cela à cause
de l'ignorance des probabilités d'appartenance. C'est là qu'intervient l'algorithme EM, sa
philosophie est de chercher un moyen de contourner l'obstacle pour atteindre le même objectif
de maximisation de la vraisemblance. Et c'est ainsi qu'il résout deux problèmes : le problème
du secret qui est celui de trouver ce qui est caché, et le problème du réel qui est celui de
trouver ce qu'on cherche.
La démarche de EM c'est de rechercher une fonction Q que l'on sait maximiser et qui est
telle que :

Mémoire de �n d'études 36 Bertrand TEGUIA TABUGUIA



5.4. APPUIS THÉORIQUES DE L'USAGE DE EM (EXPECTATION-MAXIMISATION)

{
L(X; θ) > Q(θ|θ(m))

Q(θ(m+1)|θ(m)) > Q(θ(m)|θ(m))
(5.12)

où m désigne une étape de l'algorithme et θ(m) l'estimation de θ à cette étape. En e�et l'algo-
rithme EM est un algorithme itératif qui part d'un état initial quelconque et qui maximise Q
à chaque itération en améliorant à chaque fois l'estimation du paramètre θ jusqu'à stabilité.
A ce moment là, Q est soit sur un maximum global soit sur un maximum local [20].
Avant de déterminer Q, nous donnons un théorème clé pour la suite.

Théorème 5.4.1. Inégalité de Jensen.
Soit f une fonction convexe dé�nie sur un intervalle I. Si x1, · · · , xn ∈ I et λ1, · · · , λn > 0
tels que

∑n
i=1 λi = 1, alors :

f(
n∑
i=1

λixi) 6
n∑
i=1

λif(xi)

La preuve de ce lemme, se fait par récurrence avec l'utilisation de la dé�nition de la convexité.
La fonction logarithme étant concave, l'inégalité du lemme se renverse pour elle.

Pour trouver Q, on s'appuie sur des données complétées par la variable Z inconnue. En
notant P (Z|X; θ) = P(Z|X; θ), la probabilité de Z sachant X et le paramètre θ , on peut
dé�nir la log-vraisemblance complétée comme la quantité :

P (X,Z; θ) = P(X,Z; θ) = P(Z|X; θ)P(X; θ)

⇒ L(X,Z; θ) = L(Z|X; θ) + L(X; θ)

⇒ L(X; θ) = L(X,Z; θ)− L(Z|X; θ)

En prenant membre à membre par l'espérance conditionnellement sur la variable Z et le
paramètre courant θ(m) on a :

L(X; θ) = EZ|X,θ(m)

[
L(X; θ)

]︸ ︷︷ ︸
indépendant de Z

= EZ|X,θ(m)

[
L(X,Z; θ)

]
− EZ|X,θ(m)

[
L(Z|X; θ)

]

Posons H(θ|θ(m)) = EZ|X,θ(m)

[
L(Z|X; θ)

]
, on a :

L(X; θ) = EZ|X,θ(m)

[
L(X,Z; θ)

]
−H(θ|θ(m))

Donc,

L(X; θ)−L(X; θ(m)) = EZ|X,θ(m)

[
L(X,Z; θ)

]
−EZ|X,θ(m)

[
L(X,Z; θ(m))

]
+H(θ(m)|θ(m))−H(θ|θ(m))
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Or,

H(θ(m)|θ(m))−H(θ|θ(m)) = EZ|X,θ(m)

[
L(Z|X; θ)

]
− EZ|X,θ(m)

[
L(Z|X; θ(m))

]
(5.13)

= EZ|X,θ(m)

[
L(Z|X; θ)− L(Z|X; θ(m))

]
(5.14)

= EZ|X,θ(m)

[
ln

(
P(Z|X; θ)

P(Z|X; θ(m))

)]
(5.15)

Par Jensen, 6 ln

(
EZ|X,θ(m)

[ P(Z|X; θ)

P(Z|X; θ(m))

])
(5.16)

= ln

(∫
P(Z|X; θ)

P(Z|X; θ(m))
P(Z|X; θ(m))dZ

)
(5.17)

= ln

(∫
P(Z|X; θ)dZ

)
(5.18)

= ln(1) = 0 (5.19)

Donc,

L(X; θ)− L(X; θ(m)) > EZ|X,θ(m)

[
L(X,Z; θ)

]
− EZ|X,θ(m)

[
L(X,Z; θ(m))

]
(5.20)

Ce qui signi�e que maximiser L(X; θ) revient à maximiser EZ|X,θ(m)

[
L(X,Z; θ)

]
Considérons la suite (θ(m))m∈N véri�ant :

θm+1 = argmax
θ

{
|θ − θ(m)| − |θ∗ − θ|

}
où

θ∗ = argmax
θ

L(X; θ) (estimateur idéal)

Or maximiser L(X; θ) revient aussi à maximiser EZ|X,θ(m)

[
L(X,Z; θ)

]
, donc on a :

EZ|X,θ(m)

[
L(X,Z; θ(m+1))

]
> EZ|X,θ(m)

[
L(X,Z; θ(m))

]
(5.21)

5.20 et 5.21 véri�e 5.12, on déduit alors :

Q(θ|θ(m)) := EZ|X,θ(m)

[
L(X,Z; θ)

]
(5.22)

Or pour nous, les données cachées sont la provenance des individus : l'ignorance du groupe de
chaque observation. On discrétise donc la variable Z = (Z1, · · · , ZS), il s'agit de la connais-
sance à postériori sur les données et le paramètre estimé, du groupe de chaque individu(pour
chaque espèce dans notre cas). On déduit alors :

Q(θ|θ(m)) =
S∑
s=1

K∑
k=1

P(Zs = k|Xs, θ(m))L(Xs, Zs = k; θ) (5.23)

Mémoire de �n d'études 38 Bertrand TEGUIA TABUGUIA
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Algorithme EM

Etape E :

c'est la phase Expectation, pour l'estimation des données cachées
qui empêchent de maximiser Q, dans notre cas il s'agit des
P (Zs = k|X, θ(m)).On se sert donc des données et des précédentes
estimations pour les estimer.

Etape M :

c'est la phase maximisation, pour la maximisation de Q rendue
désormais possible par l'estimation des données cachées, ce qui per-
mettra de mettre à jour la valeur du paramètre à estimer.

θ(m+1) = argmax
θ

Q(θ|θ(m)) (5.24)

On réitère E-M jusqu'à stabilité de Q.

Dans la suite on pose P(Zs = k|X, θ(m)) = ps,k,m
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5.5 Inférence par l'algorithme EM des modèles de crois-

sance et mortalité

Nous écrirons les étapes de l'algorithme pour la croissance.
Pour la suite, le terme binomiale

(
ns,j

gs,j

)
sera négliger car il n'intervient pas dans la maximi-

sation de la vraisemblance.

On se situe à la me itération, avec θ(m) = (π1,(m), · · · , πK,(m), θ1,(m) · · · , θK,(m)), comme valeur
courante de θ.

On a la log-vraisemblance :

L(X; θ) =
S∑
s=1

ln
( K∑
k=1

πk

ns∏
j=1

exp(xs,jθk)
gs,j

(1 + exp(xs,jθk))ns,j

)
(5.25)

Ainsi,

Q(θ|θ(m)) =
S∑
s=1

K∑
k=1

ps,k,m

[
ln πk +

ns∑
j=1

gs,jxs,jθk − ns,j ln (1 + exp(xs,jθk))
]

(5.26)

5.5.1 Étape E

Pour s = 1, S, pour k = 1, K, faire :

ps,k,m = P{Zs = k|Xs, θ(m)} =
P{Xs, Zs = k|θ(m)}

P{Xs|θ(m)}

=
P{Xs|Zs = k, θ(m)}P{Zs = k}∑K
v=1 P{Xs|Zs = v, θ(m)}P{Zs = v}

=
P{Xs|Zs = k, θ(m)}πk,(m)∑K
v=1 P{Xs|Zs = v, θ(m)}πv,(m)

(5.27)

=

πk,(m)

∏ns

j=1

exp(xs,jθk,(m))
gs,j

(1 + exp(xs,jθk,(m)))ns,j∑K
v=1 πv,(m)

∏ns

j=1

exp(xs,jθv,(m))
gs,j

(1 + exp(xs,jθv,(m)))ns,j

(5.28)

Avec le logiciel R, tout ces calculs se font dans une matrice S × K à l'aide de fonction
précompilée apply.

5.5.2 Étape M

5.5.2.1 Détermination de πk,(m+1)

La détermination de πk,(m+1) est astucieuse et se généralise à tous les problèmes d'estima-
tion par l'algorithme EM.
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L'astuce est de savoir que quelque soit le nombre de groupe, on peut toujours le voir comme
2 groupes lorqu'on �xe un groupe en particulier. Pour calculer la dérivée par rapport à πk,
nous écrivons la fonction à maximiser correspondant au partitionnement : "le groupe k" et
"l'ensemble des groupes distincts de lui". On peut donc écrire :

Q(θ|θ(m)) =
S∑
s

{
P(Zs = k|X, θ(m)) (lnπk + ln(P{X|Zs = k}))

+ P(Zs 6= k|X, θ(m)) (ln(P{Zs 6= k}) + ln(P{X|Zs 6= k}))
}

(5.29)

⇒ Q(θ|θ(m)) =
S∑
s

{
ps,k,m (ln πk + ln(P{X|Zs = k}))

+ (1− ps,k,m) (ln(1− πk) + ln(P{X|Zs 6= k}))
}

(5.30)

Ainsi, on a les dérivées :

∂Q(θ|θ(m))

∂πk
=

S∑
s=1

ps,k,m
πk
− 1− ps,k,m

1− πk
(5.31)

∂2Q(θ|θ(m))

∂π2
k

=
S∑
s=1

−ps,k,m
π2
k

− 1− ps,k,m
(1− πk)2

< 0 ,∀ πk (5.32)

πk,(m+1) est alors donnée par :

πk,(m+1) =
1

S

S∑
s=1

ps,k,m (5.33)

L'estimateur de πk est intuitivement ce à quoi on s'imagine, en e�et, πk est la probabilité
qu'une espèce appartienne au groupe k, et son estimateur à chaque itération de l'algorithme
est la moyenne des probabilités à postériori qu'une espèce soit du groupe k.

5.5.2.2 Détermination de θk,(m+1)

On a :

∂Q(θ|θ(m))

∂θk
=

S∑
s=1

ps,k,m

ns∑
j=1

(
gs,j xs,j − ns,j

exp(xs,jθk)

1 + exp(xs,jθk)
xs,j

)
(5.34)

∂2Q(θ|θ(m))

∂θ2
k

= −
S∑
s=1

ps,k,m

ns∑
j=1

ns,j
exp(xs,jθk)

(1 + exp(xs,jθk))2
xts,jxs,j (5.35)

Note :xs,j = (1, xs,j,1, xs,j,2, · · · , xs,i,L) etxts,j =


1

xs,j,1
xs,j,2
...

xs,j,L
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CHAPITRE 5. MODÉLISATION POUR LES INTERVALLES DE TEMPS RÉGULIERS
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Cette "dérivée seconde" est la matrice Hessienne pour la variable multidimensionnel θk,
xts,jxs,j est une matrice carrée symétrique (L+ 1)× (L+ 1). Remarquons que cette Hessienne
n'est pas dé�ni positive quelque soit θk, car en e�et xts,jxs,j est dé�nit positive(preuve triviale)
∀j ∈ [[1, ns]], et comme chaque coe�cient pondérant cette matrice est négatif, on déduit que
cette Hessienne n'est pas dé�ni positive en tout point θk. Donc Q admet un maximum global.
Nonobstant, il n'est pas possible de résoudre analytiquement l'équation
∂Q(θ|θ(m))

∂θk
= 0RL+1 , on se sert donc de méthode d'optimisation. On a :

S∑
s=1

ps,k,m

ns∑
j=1

(
gs,j xs,j − ns,j

exp(xs,jθk)

1 + exp(xs,jθk)
xs,j

)

=
S∑
s=1

ps,k,m

ns∑
j=1

(
gs,j − ns,j

1

1 + exp(−xs,jθk)

)
xs,j

On cherche θk,(m+1) de la manière suivante :

θk,(m+1) = argmin
u∈RL+1

∥∥∥∥∥
S∑
s=1

ps,k,m

ns∑
j=1

(
gs,j − ns,j

1

1 + exp(−xs,ju)

)
xs,j

∥∥∥∥∥ (5.36)

Les fonctions optim() et nlm() de R, permettent de minimiser aisément cette quantité. Et
avec les fonctions sapply lapply et apply on parvient à e�ectuer toutes ces opérations sur des
matrices et des listes.

Remarque : Nous prenons l'approche vectorielle parcequ'elle permet de regrouper un en-
semble d'opération, et aussi parce qu'elle s'adapte le mieux à notre outil d'implémentation.

5.5.3 Conclusion

En résumé, l'inférence par EM sur la croissance(mortalité en changeant gs,j par ms,j) des
arbres de chaque espèce est donné par :
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modèle d'inférence par EM

pour la croissance et la mortalité

Etape E :

ps,k,m =

πk,(m)

∏ns

j=1

exp(xs,jθk,(m))
gs,j

(1 + exp(xs,jθk,(m)))ns,j∑K
v=1 πv,(m)

∏ns

j=1

exp(xs,jθv,(m))
gs,j

(1 + exp(xs,jθv,(m)))ns,j

Etape M :

πk,(m+1) =
1

S

S∑
s=1

ps,k,m

θk,(m+1) = argmin
u∈RL+1

∥∥∥∥∥
S∑
s=1

ps,k,m

ns∑
j=1

(
gs,j − ns,j

1

1 + exp(−xs,ju)

)
xs,j

∥∥∥∥∥
θ(m+1) = (π1,(m+1), · · · , πK,(m+1), θ1,(m+1) · · · , θK,(m+1))

E-M jusqu'à |Q(θ(m+1)|θ(m))−Q(θ(m)|θ(m))| ≈ 0(< 10−6).

Bertrand TEGUIA TABUGUIA 43 Mémoire de �n d'études
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5.6 Inférence par l'algorithme EM du modèle de recrute-

ment

On a la log-vraisemblance

L(X; θ) =
S∑
s=1

ln

(
K∑
k=1

πk

ns∏
j=1

exp (rs,jxs,jθk − exp(xs,jθk))

rs,j!

)
(5.37)

D'où

Q(θ|θ(m)) =
S∑
s=1

K∑
k=1

ps,k,m

[
ln πk +

ns∑
j=1

rs,jxs,jθk − exp(xs,jθk) − ln(rs,j!)
]

(5.38)

5.6.1 Étape E

ps,k,m =
P{Xs|Zs = k, θ(m)}πk,(m)∑K
v=1 P{Xs|Zs = v, θ(m)}πv,(m)

(5.39)

=

πk,(m)

∏ns

j=1

exp (rs,jxs,jθk,m − exp(xs,jθk,m))

rs,j!∑K
v=1 πv,(m)

∏ns

j=1

exp (rs,jxs,jθv,m − exp(xs,jθv,m))

rs,j!

(5.40)

5.6.2 Étape M

5.6.2.1 Détermination de πk,m+1

La détermination de πk,m+1 est identique que celle faite pour la croissance et la mortalité.
On obtient absolument les mêmes dérivée. Donc,

πk,(m+1) =
1

S

S∑
s=1

ps,k,m

5.6.2.2 Détermination de θk,m+1

On a :

∂Q(θ|θ(m))

∂θk
=

S∑
s=1

ps,k,m

ns∑
j=1

(rs,j xs,j − exp(xs,jθk)xs,j) (5.41)

∂2Q(θ|θ(m))

∂θ2
k

= −
S∑
s=1

ps,k,m

ns∑
j=1

xts,jxs,j exp(xs,jθk) (5.42)
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On obtient également une dérivée seconde non dé�nie positive.
l'équation du gradient de Q est aussi non linéaire et se résout par optimisation. Ici, il n'y a
pas de transformation à faire, l'équation est assez simple, on déduit alors :

θk,m+1 = argmin
u∈RL+1

∥∥∥∥∥
S∑
s=1

ps,k,m

ns∑
j=1

(rs,j − exp(xs,ju))xs,j

∥∥∥∥∥ (5.43)

5.6.3 Conclusion

modèle d'inférence par EM pour le recrutement

Etape E :

ps,k,m =

πk,(m)

∏ns

j=1

exp (rs,jxs,jθk,m − exp(xs,jθk,m))

rs,j!∑K
v=1 πv,(m)

∏ns

j=1

exp (rs,jxs,jθv,m − exp(xs,jθv,m))

rs,j!

Etape M :

πk,(m+1) =
1

S

S∑
s=1

ps,k,m

θk,m+1 = argmin
u∈RL+1

∥∥∥∥∥
S∑
s=1

ps,k,m

ns∑
j=1

(rs,j − exp(xs,ju))xs,j

∥∥∥∥∥
θ(m+1) = (π1,(m+1), · · · , πK,(m+1), θ1,(m+1) · · · , θK,(m+1))

E-M jusqu'à |Q(θ(m+1)|θ(m))−Q(θ(m)|θ(m))| ≈ 0(< 10−6).
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Chapitre 6

Modélisation pour les intervalles de
temps irréguliers entre les inventaires

Le principe reste le même, mais l'utilisation des données de variables explicatives change.
Nous allons montrer le pourquoi et présenter les aboutissants de la fonction Q à maximiser.

6.1 Cas de la mortalité et la croissance

On introduit le paramètre d, dont chaque valeur désigne pour une ligne la distance(en
année) qui s'est écoulée entre les deux inventaires de données observées(init et end). Le
tableau de données prend donc la forme suivante :

Table 6.1 � Tableau de données aux inventaires irréguliers : cas de la croissance
Y X

g n Esp X
(init)
1 · · · X

(init)
L X

(end)
1 · · · X

(init)
L d

...
...

...
...

...
...

...
...

...
...

gs,i ns,i s x
(init)
s,i,1 · · · x

(init)
s,i,L x

(end)
s,i,1 · · · x

(end)
s,i,L ds,i

...
...

...
...

...
...

...
...

...
...

NB : Si ds,i = 1 alors les données de variables explicatives en (init) et (end) sont identiques.

La mortalité et la croissance dans notre contexte de forêts tropicales, ont un comportement
tout à fait similaire, la croissance a un comportement d'état absorbant car dans une classe,
on la considère similaire à la mort. les classes de diamètre étant de plage d'environ 10 cm,
même en cinq ans ou plus il n'est pas réaliste d'envisager qu'un arbre ait changé deux fois
de suite sa classe de diamètre. La croissance est un évènement rare.
Le modèle à intervalles de temps réguliers(d'un an) entre les inventaires représente pour nous
le modèle idéale. C'est par le modèle régulier que nous dé�nissons la croissance pour un arbre
en fonction des surfaces terrières. L'ignorance des paramètres issus d'une régularité entre les
inventaires doit donc s'exprimer par rapport aux paramètres d'inventaires réguliers. Ainsi, il
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nous faut trouver le lien entre la probabilité de croissance d'inventaires distants de d années
en fonction des probabilités d'inventaires des années non observées. On a le schéma suivant :

Figure 6.1 � Automate de croissance ou de mortalité pour d années

Dans cette �gure, Gi,1 : est l'évènement : " grandi l'année i" de probabilité pi et Gi,0 :
"n'a pas grandir l'année i". Ainsi la formule du calcul de la probabilité de grandir sur n
années est celle d'une réunion d'évènements, et on peut la calculée par la formule de Poincaré :

P{G1,1 ∪G2,1 ∪ · · · ∪Gd,1} =
d∑

k=1

(−1)k−1
∑

16i1<···<ik6d

pi1pi2 · · · pik (6.1)

=
d∑
i=1

pi
∏
j<i

(1− pj) (6.2)

= 1−
d∏
i=1

(1− pi) (6.3)

Par exemple pour d = 2, on a : p = p1 + p2 − p1p2 = p1 + (1− p1)p2 = 1− (1− p1)(1− p2)

Cette relation va permettre de dupliquer la formule de la vraisemblance, on considèrera
de nouvelles données issues de l'interpolation pour chaque ligne. Pour une ligne i d'espèce
s, on notera x(1)

s,i , · · · , x
(ds,i−1)
s,i les ds,i − 1 données complétées par interpolation, et on pose

x
(ds,i)
s,i = xends,i . Pour tenir compte de ces valeurs, on part de la formule 5.2.

Conditionnellement à l'appartenance au groupe k, à la ligne i la vraisemblance s'écrit alors :

P (xs,i|θk) = p
gs,i
s,i,θk

(1− ps,i,θk)ns,i−gs,i

Sachant que ps,i,θk correspond à une probabilité de d années, en utilisant 6.3, on a :
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P (xs,i|θk) =

1−
ds,i∏
t=1

(1− p(t)
s,i,θk

)

gs,ids,i∏
t=1

(1− p(t)
s,i,θk

)

ns,i−gs,i

où p(t)
s,i,θk

=
exp(x

(t)
s,iθk)

1 + exp(x
(t)
s,iθk)

Ainsi, la vraisemblance s'écrit :

P (X; θ) =

S∏
s=1

K∑
k=1

πk

ns∏
j=1

1−
ds,j∏
t=1

1

1 + exp(x
(t)
s,jθk)

gs,j ds,j∏
t=1

1

1 + exp(x
(t)
s,jθk)

ns,j−gs,j

(6.4)

D'où la log-vraisemblance

L(X; θ) =

S∑
s=1

ln

{
K∑
k=1

πk

ns∏
j=1

1−
ds,j∏
t=1

1

1 + exp(x
(t)
s,jθk)

gs,j ds,j∏
t=1

1

1 + exp(x
(t)
s,jθk)

ns,j−gs,j }
(6.5)

Et la fonction à maximiser est

Q(θ|θ(m)) =
S∑
s=1

K∑
k=1

ps,k,m

[
lnπk+

ns∑
j=1

gs,j ln

1−
ds,j∏
t=1

1

1 + exp(x
(t)
s,jθk)

− (ns,j−gs,j)
ds,j∑
t=1

ln(1+exp(x
(t)
s,jθk))

]
(6.6)

Remarque : Plus généralement utilisera la notation en exposant (.)(t) pour indicer les pa-
ramètres et les variables entre (init) et (end)

6.1.1 Étape E

On a

ps,k,m =
P{Xs|Zs = k, θ(m)}πk,(m)∑K
v=1 P{Xs|Zs = v, θ(m)}πv,(m)

=

πk,m
∏ns
j=1

(
1−

∏ds,j
t=1

1

1 + exp(x
(t)
s,jθk,m)

)gs,j (∏ds,j
t=1

1

1 + exp(x
(t)
s,jθk,m)

)ns,j−gs,j

∑K
v=1 πv,m

∏ns
j=1

(
1−

∏ds,j
t=1

1

1 + exp(x
(t)
s,jθv,m)

)gs,j (∏ds,j
t=1

1

1 + exp(x
(t)
s,jθv,m)

)ns,j−gs,j

(6.7)

6.1.2 Étape M

La détermination de πk,m+1 est inchangée, nous nous intéressons à la recherche de θk,m+1.
On a :
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∂Q(θ|θ(m))

∂θk
=

S∑
s=1

ps,k,m

ns∑
j=1

gs,j
∂

∂θk
ln

1−
ds,j∏
t=1

1

1 + exp(x
(t)
s,jθk)

− (ns,j − gs,j)
ds,j∑
t=1

x
(t)
s,j exp(x

(t)
s,jθk)

1 + exp(x
(t)
s,jθk)

(6.8)

Or,

∂

∂θk
ln

1−
ds,j∏
t=1

1

1 + exp(x
(t)
s,jθk)

 =

∑ds,j
t=1

x
(t)
s,j exp(x

(t)
s,jθk)

1 + exp(x
(t)
s,jθk)∏ds,j

t=1(1 + exp(x
(t)
s,jθk))− 1

(6.9)

On remarque un facteur commun, ce qui permet d'écrire après réduction

∂Q(θ|θ(m))

∂θk
=

S∑
s=1

ps,k,m

ns∑
j=1

ds,j∑
t=1

(
ns,j∏ds,j

l=1(1 + exp(x
(l)
s,jθk))− 1

− (ns,j − gs,j)
)(

1

1 + exp(−x(t)
s,jθk)

)
x

(t)
s,j

(6.10)

Contrairement au cas régulier, nous ne pouvons nous prononcer avec certitude quand à l'exis-
tence d'un maximum global. Toutefois, nous cherchons θk,m+1 qui maximise la vraisemblance
et qui véri�e :

θk,m+1 = argumin
u∈RL+1

∥∥∥∥∥
S∑
s=1

ps,k,m

ns∑
j=1

ds,j∑
t=1

( ns,j∏ds,j
l=1(1 + exp(x

(l)
s,ju))− 1

− (ns,j − gs,j)
)( 1

1 + exp(−x(t)
s,ju)

)
x

(t)
s,j

∥∥∥∥∥
(6.11)

Remarque : Nous écrivons toujours l'expression de la dérivée(gradient) de Q en scindant
la partie réel de la partie vectorielle dans le but de pouvoir faire le calcul sans répétition et
plus simpli�er l'implémentation.

6.1.3 Conclusion

Ainsi, Dans le cas général on peut écrire pour la croissance(ou la mortalité) :
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modèle d'inférence par EM

pour croissance et la mortalité dans le cas générale

Etape E :

ps,k,m =

πk,m
∏ns
j=1

(
1−

∏ds,j
t=1

1

1 + exp(x
(t)
s,jθk,m)

)gs,j (∏ds,j
t=1

1

1 + exp(x
(t)
s,jθk,m)

)ns,j−gs,j

∑K
v=1 πv,m

∏ns
j=1

(
1−

∏ds,j
t=1

1

1 + exp(x
(t)
s,jθv,m)

)gs,j (∏ds,j
t=1

1

1 + exp(x
(t)
s,jθv,m)

)ns,j−gs,j

Etape M :

πk,(m+1) =
1

S

S∑
s=1

ps,k,m

θk,m+1 = argumin
u∈RL+1

∥∥∥∥∥∑S
s=1

∑K
k=1 ps,k,m

∑ns
j=1

∑ds,j
t=1

( ns,j∏ds,j
l=1(1 + exp(x

(l)
s,ju))− 1

− (ns,j − gs,j)
)

( 1

1 + exp(−x(t)
s,ju)

)
x

(t)
s,j

∥∥∥∥∥
θ(m+1) = (π1,(m+1), · · · , πK,(m+1), θ1,(m+1) · · · , θK,(m+1))

E-M jusqu'à |Q(θ(m+1)|θ(m))−Q(θ(m)|θ(m))| ≈ 0(< 10−6).
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6.2 Cas du recrutement

Table 6.2 � Tableau de données aux inventaires irréguliers : cas du recrutement
Y X

r Esp X
(init)
1 · · · X

(init)
L X

(end)
1 · · · X

(end)
L d

...
...

...
...

...
...

...
...

...

rs,i s x
(init)
s,i,1 · · · x

(init)
s,i,L x

(end)
s,i,1 · · · x

(end)
s,i,L ds,i

...
...

...
...

...
...

...
...

...

Comme dans le cas précédant, on cherche à exprimer le paramètre de la loi de Poisson
après d années, en fonction des paramètres des années intermédiaires. Nous partons du fait
que le paramètre de la loi de Poisson est aussi son espérance et puisque nous sommes dans
une situation de somme de telles lois(qui est encore une loi de Poisson), on déduit alors que
le paramètre λ correspondant véri�e :

λ = E(P(λ))

= E(P(λ1) + P(λ2) + · · ·+ P(λd))

= E(P(λ1)) + E(P(λ2)) + · · ·+ E(P(λd))

= λ1 + λ2 + · · ·+ λd (6.12)

Dans le cas régulier, on a : λθk,s,i = exp(xs,iθk), par 6.12, on déduit :

λθk,s,i =

ds,i∑
t=1

λ
(t)
θk,s,i

=

ds,i∑
t=1

exp(x
(t)
s,iθk) (6.13)

Ainsi, partant de 5.8, conditionnellement à l'appartenance au groupe k, on a la vraisemblance
suivante pour l'espèce s :

P (xs|θk) =
ns∏
j=1

(∑ds,j
t=1 λ

(t)
θk,s,j

)rs,j
rs,j!

exp

− ds,j∑
t=1

λ
(t)
θk,s,j

 (6.14)

=
ns∏
j=1

(∑ds,j
t=1 exp(x

(t)
s,jθk)

)rs,j
rs,j!

exp

− ds,j∑
t=1

exp(x
(t)
s,jθk)

 (6.15)

On déduit la log-vraisemblance et la fonction Q à maximiser suivantes :

L(X; θ) =
S∑
s=1

ln

(
K∑
k=1

πk

ns∏
j=1

(∑ds,j
t=1 exp(x

(t)
s,jθk)

)rs,j
rs,j !

exp

− ds,j∑
t=1

exp(x
(t)
s,jθk)

) (6.16)

Q(θ|θ(m)) =
S∑
s=1

K∑
k=1

ps,k,m

[
lnπk +

ns∑
j=1

rs,j ln

ds,j∑
t=1

exp(x
(t)
s,jθk)

 − ds,j∑
t=1

exp(x
(t)
s,jθk)− ln(rs,j !)

]
(6.17)
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CHAPITRE 6. MODÉLISATION POUR LES INTERVALLES DE TEMPS
IRRÉGULIERS ENTRE LES INVENTAIRES

6.2.1 Étape E

On a :

ps,k,m =
P{Xs|Zs = k, θ(m)}πk,(m)∑K
v=1 P{Xs|Zs = v, θ(m)}πv,(m)

=

πk,(m)

∏ns
j=1

(∑ds,j
t=1 exp(x

(t)
s,jθk)

)rs,j
rs,j !

exp
(
−
∑ds,j

t=1 exp(x
(t)
s,jθk)

)
∑K

v=1 πv,(m)

∏ns
j=1

(∑ds,j
t=1 exp(x

(t)
s,jθv)

)rs,j
rs,j !

exp
(
−
∑ds,j

t=1 exp(x
(t)
s,jθv)

)
(6.18)

6.2.2 Étape M

∂Q(θ|θ(m))

∂θk
=

S∑
s=1

ps,k,m

ns∑
j=1

rs,j
∑ds,j

t=1 xs,j exp(x
(t)
s,jθk)∑ds,j

t=1 exp(x
(t)
s,jθk)

−
ds,j∑
t=1

xs,j exp(x
(t)
s,jθk) (6.19)

=

S∑
s=1

ps,k,m

ns∑
j=1

ds,j∑
t=1

[(
rs,j∑ds,j

l=1 exp(x
(l)
s,jθk)

− 1

)
exp(x

(t)
s,jθk)

]
x

(t)
s,j (6.20)

D'où

θk,m+1 = argumin
u∈RL+1

∥∥∥∥∥
S∑
s=1

ps,k,m

ns∑
j=1

ds,j∑
t=1

[(
rs,j∑ds,j

l=1 exp(x
(l)
s,ju)

− 1

)
exp(x

(t)
s,ju)

]
x

(t)
s,j

∥∥∥∥∥ (6.21)
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6.3. CONCLUSION

6.2.3 Conclusion

modèle d'inférence par EM

pour le recrutement dans le cas générale

Etape E :

ps,k,m =

πk,(m)

∏ns
j=1

(∑ds,j
t=1 exp(x

(t)
s,jθk)

)rs,j
rs,j !

exp
(
−
∑ds,j

t=1 exp(x
(t)
s,jθk)

)
∑K

v=1 πv,(m)

∏ns
j=1

(∑ds,j
t=1 exp(x

(t)
s,jθv)

)rs,j
rs,j !

exp
(
−
∑ds,j

t=1 exp(x
(t)
s,jθv)

)
Etape M :

πk,(m+1) =
1

S

S∑
s=1

ps,k,m

θk,m+1 = argumin
u∈RL+1

∥∥∥∥∥
S∑
s=1

ps,k,m

ns∑
j=1

ds,j∑
t=1

[(
rs,j∑ds,j

l=1 exp(x
(l)
s,ju)

− 1

)
exp(x

(t)
s,ju)

]
x

(t)
s,j

∥∥∥∥∥
θ(m+1) = (π1,(m+1), · · · , πK,(m+1), θ1,(m+1) · · · , θK,(m+1))

E-M jusqu'à |Q(θ(m+1)|θ(m))−Q(θ(m)|θ(m))| ≈ 0(< 10−6).

6.3 Conclusion

Ce modèle de recrutement dans le cas générale, achève ainsi notre modélisation. Mais avant,
il faut noter que le principe de regroupement est le MAP (maximum à postériori) qui consiste
à attribuer un groupe à une espèce si et seulement si après convergence de l'algorithme, sa
probabilité à postériori (ps,k,m∗) sur les données d'appartenir à ce groupe est maximale. En
d'autres termes, étant donnée une espèce s, on a :

groupe(s) = argmax
k∈[[1,K]]

ps,k,m∗ (6.22)

m∗ étant l'itération de convergence.
Nous connaissons à présent quel algorithme appliquer sur les données, mais le cas où les
inventaires sont distants de manière irrégulières fait apparaître de nouvelles données dont
nous nous proposons de présenter la source dans le chapitre suivant.
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Chapitre 7

Interpolation des données de variables
explicatives

Dans la pratique, il n'est pas toujours possible de faire des collectes de données régulière-
ment. Car il su�t d'une intempérie ou de l'arrivé d'une situation indésirable qui endommage
la procédure de collecte de données pour qu'aucun prélèvement ne se face ou dans le meilleur
cas se face mal. Il semble donc intéressant de se donner une idée des valeurs de données
manquantes a�n d'appliquer le modèle sur des données qui respectent le format des entrées.
Les valeurs de surface terrière étant quantitatives et monotone sur un intervalle de temps,
après les avoir observé, on se rend compte qu'il n'est pas absurde de supposer une courbe
linéaire donnant ces valeurs. C'est ce qui nous conduit au choix de l'interpolation linéaire
pour combler le manque.

7.1 Présentation de la méthode d'interpolation

(Inspiré de l'interpolation par noyau radial (RBF))

Il s'agit de trouver une relation entre les inventaires d'une même parcelle distant d'une
distance d (en années). Pour une donnée absente, l'idée d'approximation de sa valeur est de
pondérer les données présentes qui l'entourent en attribuant plus d'importance à la donnée
qui lui est plus proche [26]. Nous entendons par données, le vecteur x de taille L+ 1 dont les
composantes de 2 à L+ 1 représentent des valeurs de surface terrière.

On garde les notation du chapitre précédent : x(t)
s,i représente la t

e donnée manquante avec

t ∈ [[1, ds,i − 1]] et x(ds,i)
s,i = x

(end)
s,i et x(0)

s,i = x
(init)
s,i .

On veut se servir des données observées x(init)
s,i et x(end)

s,i pour approximer la valeur de x(t)
s,i ,

t ∈ [[1, ds,i − 1]]. Il s'agit de trouver une relation de la forme :

x
(t)
s,i = ω(init)(t)x

(init)
s,i + ω(end)(t)x

(end)
s,i (7.1)

où les poids ω dépendent de l'inventaire manquante et la durée entre les inventaires observés.
Il s'agit d'écrire la donnée x(t)

s,i comme barycentre des données x(init)
s,i et x(end)

s,i de telle enseigne
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7.2. FORMULE DE COMPLÉTION DES DONNÉES

que les poids soient inversement proportionnelles à leurs distances à x(t)
s,i . On choisit les poids

de la manière suivante :

ωT (t) =
ρ(|t− T |)

ρ(t) + ρ(|T − t|)
T ∈ {(init), (end)}, ρ est une fonction positive et décroissante des distances à t.
Nous choisissons ρ(a) = ds,i−a. Ce choix nous permet de rejoindre la méthode d'interpolation
linéaire. En fonction du comportement des données, on peut être amené à le dé�nir autrement.

7.1.1 Exemple

Supposons que ds,i = 3, et que (init) corresponde aux données de 1988 et (end) à 1991. en
appliquant 7.1 à 1989 (t = 1) avec ρ(a) = ds,i − a, on obtient :

ρ(|(init)− t|) = ρ(|0− 1|) = 3− 1 = 2

ρ(|(end)− t|) = ρ(|ds,i − 1|) = 3− (3− 1) = 1

ρ(t) = 3− 1 = 2

d'où

x
(1)
s,i =

3− 1

(3− 1) + (3− 2)
x

(init)
s,i +

3− 2

(3− 1) + (3− 2)
x

(end)
s,i

=
2

3
x

(init)
s,i +

1

3
x

(end)
s,i

On peut remarquer que ce résultat est très intuitif. En e�et, le poids pour un point non
observé est dé�nit comme étant le rapport entre l'écart complémentaire au point non observé
et la valeur manquante, à la distance séparant les deux points observés ((init) et end).

7.2 Formule de complétion des données

Plus généralement, comme on peut le remarquer dans l'exemple précédent, avec ρ(a) =
ds,i − a, on a la formule suivante :

x
(t)
s,i =

ds,i − t
ds,i

x
(init)
s,i +

t

ds,i
x

(end)
s,i (7.2)

7.3 Conclusion

Ce chapitre nous a présenté une méthode générale d'approximation des valeurs man-
quantes. Nous avons pu constater que celle ci dépend de la dé�nition des poids de pon-
dération des observations. Pour notre cas nous avons choisit comme poids le rapport entre
l'écart complémentaire du point observé et la valeur manquante sur la distance séparant
les deux points observés ((init) et (end)), sur cette dernière. Par ailleurs, il existe d'autres
moyens de dé�nition des poids qui peuvent être liés directement à l'expérience, celles ci re-
posent entièrement sur la détermination de la fonction ρ qui permet d'avoir les poids de
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CHAPITRE 7. INTERPOLATION DES DONNÉES DE VARIABLES EXPLICATIVES

pondération. On trouve par exemple dans la littérature [26], des méthodes permettant de la
déterminer par une approche stochastique ou par considération de la fonction produisant les
valeurs observées.
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Chapitre 8

Simulation des données

Le modèle étant bien conçu, il faut à présent le tester. Cela demande à avoir des données
dont on connais (ou on a une bonne estimation) les vrais paramètres (θ) a�n de pouvoir
mesurer l'incertitude ou la qualité du modèle. Or pour les problèmes complexes, faire les tests
de cette façon n'est pas généralement possible. On fait donc une simulation des données. Celle
ci se base sur le modèle conçu et permet, en utilisant l'aléa de produire des données dont on
peut retrouver les paramètres du générateur avec l'utilisation du modèle. La simulation est
donc importante car pour les systèmes complexe, c'est elle qui permet de valider les modèles.
Ce chapitre présente la simulation des données pour le processus de croissance (identique à
celui de la mortalité) tout en présentant l'approche pour le processus de recrutement dont le
principe est le même.

8.1 Simulation des données pour

le cas d'inventaires réguliers :

La génération du tableau de donnée se fait de la manière suivante :

On se donne K vecteurs θk de dimension L + 1. Et on reparti de manière aléatoire un
nombre S d'espèces dans les groupes : par exemple une partition de l'ensemble {1, · · · , S}.

Principe [2] Il s'agit en fait, de faire des réalisations d'une loi mélange. On l'interprète
comme la loi marginale de la variable aléatoire Y du couple de variables aléatoires (Y, Z)
telle que :

Z  M(1, π1, · · · , πK) et Y |Z = z  {B(n,
exp((1, x)θk)

1 + exp((1, x)θk)
)}zk=1 (8.1)

z = (z1, · · · , zK) étant un vecteur binaire de dimension K, n est choisit de manière aléa-
toire.M(1, π1, · · · , πK) est la loi multinomiale de dimension K et d'ordre 1 et de paramètre
(π1, · · · , πK). x est un vecteur de taille L que l'on choisit de manière aléatoire. L'expression :

exp((1, x)θk)

1 + exp((1, x)θk)
(obtenu par l'inverse de la fonction logit) fourni la probabilité permettant
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CHAPITRE 8. SIMULATION DES DONNÉES

de faire la réalisation binomiale pour une ligne ayant pour données de variables explicatives
le vecteur x.

On déduit donc l'algorithme de simulation suivant :

A- Générer un échantillon z = (z1, · · · , zn) tel que les zi soient une réalisation i.i.d de Z.

B- Sélectionner les espèces correspondant à l'échantillon z, et prendre aléatoirement une
espèce dans chaque groupe.

C- Générer un échantillon y = (y1, · · · , yn) tel que les yi soient des réalisations indépen-

dantes de {B(n,
exp((1, x)θk)

1 + exp((1, x)θk)
)}zk=1. Ce qui permet d'avoir le x des variables

explicatives, le n correspondant au nombre d'arbres observés et le nombre de succès
correspond au nombre de grandi(croissance), ou de mort (mortalité).

D- Répéter les étapes A-B-C jusqu'au nombre de données désiré.

Il est important de noter que yi est généré conditionnellement à zi.

Le même principe s'applique pour le recrutement, juste en changeant la densité de la
variable Y |Z par une loi log-linéaire.

8.2 Cas des inventaires irréguliers

On refait identiquement la même chose que pour le cas régulier mais cette fois ci suivant
un paramètre d tel que :

• Si pour une ligne on a d > 1 on simule deux valeurs du vecteur x des variables explica-
tives.

• Si d = 1, on simule une seule valeur de x.

Le d est considéré comme la durée entre les deux valeurs simulées. d peut être pris aléatoire-
ment dans [[1, 3]].
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Troisième partie

Application et résultats
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Chapitre 9

Résultats

On simule avec l'algorithme de simulation en annexe, un tableau de 100 lignes de données
de 30 espèces (représentés par les entiers de 1 à 30) issues de trois groupes distincts dont les
paramètres theta (représente les θk dans le modèle) et Pi (représente les πk du modèle) sont
générés de manière aléatoire et sont �xés. Notre algorithme EM donne une estimation de ces
paramètres en EM_Pi et EM_theta respectivement. On a pris le cas L = 3, donc les θk sont
des éléments de R4. Selon la simulation, le regroupement idéale serait d'avoir les espèces de
1 à 10 dans le même groupe, de 11 à 20 dans le même groupe et de 21 à 30 dans le même
groupe, les trois groupes étant distincts.

9.1 Résultats de notre algorithme

Après 3 minutes du lancé de l'algorithme, on a eu les résultats suivants :

Table 9.1 � Estimation des paramètres de régression pour un mélange de croissance (ou
mortalité) de 30 espèces provenant de 3 groupes sur 100 lignes de données avec 3 variables
explicatives

valeurs réelles valeurs estimées
θ1 θ2 θ3 θ1 θ2 θ3

0.2732180 0.6715684 -0.5759935 0.4011666 0.5980205 -0.6808234
-0.1537600 -0.5228565 -0.7054100 -0.1596489 -0.4714019 -0.7277253
-0.09930405 0.12545283 1.84788650 0.04924739 0.12193853 2.20622956
0.4325952 0.9186994 1.5026038 0.5024789 0.9135581 1.4450963

Table 9.2 � Estimation des proportions pour un mélange de croissance (ou mortalité) de 30
espèces provenant de 3 groupes sur 100 lignes de données avec 3 variables explicatives

valeurs réelles valeurs estimées
π1 π2 π3 π1 π2 π3

0.41 0.35 0.24 0.4683175 0.3020540 0.2296285
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9.1. RÉSULTATS DE NOTRE ALGORITHME

Figure 9.1 � Résultats du regroupement pour un mélange de croissance (ou mortalité) de
30 espèces provenant de 3 groupes sur 100 lignes de données avec 3 variables explicatives

Remarque : L'algorithme n'a pas numéroté les groupe de la même façon que la simulation.
La �gure 9.1 permet de savoir que son groupe 3 correspond au groupe 1 et vice versa. Et on
déduit que seuls cinq espèces sont mal classées. Ce qui peut traduire la manque d'information
pour ces espèces et une ressemblance avec ceux du groupe 2.

Ces résultats peuvent aussi s'illustrer avec la courbe logistique des probabilités de croissance
(ou mortalité) estimées des di�érentes parcelles des espèces dans leurs groupes. On remar-
quera que pour cet exemple la courbe estimée est pratiquement identique à la courbe réelle
dans les deux premiers groupes.
Les �gures suivantes permettent de résumer la précision des estimations et la qualité du
classement :
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CHAPITRE 9. RÉSULTATS

Figure 9.2 � Courbes logistiques du groupe 1

Figure 9.3 � Courbes logistiques du groupe 2
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9.2. RÉSULTATS AVEC FLEXMIX

Figure 9.4 � Courbes logistiques du groupe 3

9.2 Résultats avec �exmix

En moins d'une minute, on obtient les résultats suivant :

Table 9.3 � Estimation des paramètres de régression avec �exmix, pour un mélange de
croissance (ou mortalité) de 30 espèces provenant de 3 groupes sur 100 lignes de données
avec 3 variables explicatives

valeurs réelles valeurs estimées
θ1 θ2 θ3 θ1 θ2 θ3

0.2732180 0.6715684 -0.5759935 0.39818511 0.6033668 -0.6808012
-0.1537600 -0.5228565 -0.7054100 -0.17120918 -0.4726924 -0.7276809
-0.09930405 0.12545283 1.84788650 0.04475755 0.1230896 2.2061643
0.4325952 0.9186994 1.5026038 0.50958455 0.9189840 1.4450973
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CHAPITRE 9. RÉSULTATS

Figure 9.5 � Résultats du regroupement de �exmix pour un mélange de croissance (ou
mortalité) de 30 espèces provenant de 3 groupes sur 100 lignes de données avec 3 variables
explicatives

Remarque : �exmix ne fait pas le regroupement des espèces, mais des lignes du tableau de
données, donc des parcelles, mais on retrouve le même classement que notre algorithme. Ceci
permet de con�rmer la qualité de notre algorithme et ouvre les porte pour le développement
du modèle dans le cas des inventaires irrégulier.
A la di�érence de notre algorithme, l'interprétation des proportions du mélange ne corres-
pond pas au modèle, ici, il s'agit des probabilités d'appartenance des parcelles aux di�érents
groupes.
Notons cependant la vitesse de convergence de �exmix qui est bien meilleur.
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Chapitre 10

Récapitulatif

Par rapport au test de la simulation précédente, on déduit le tableau suivant :

Table 10.1 � Tableau Comparatif
Tableau comparatif Notre Algorithme �exmix
Temps d'exécution grand petit

Précision Très bonne bonne
Classi�cation Excellente Excellente

En somme, on peut dire que notre algorithme et �exmix convergent vers la même classi�-
cation mais, font la di�érence au niveau de la précision des estimations, cela explique d'une
certaine façon pourquoi en terme de temps, �exmix est meilleur que notre algorithme.
L'utilisation du package �exmix, nous rassure de notre développement et permet de valider
notre démarche par la concordance que nous avons dans les résultats. Étant donné que �exmix
limite notre modélisation de la dynamique forestière, ces résultats obtenus nous permettent
d'étendre notre développement du modèle au cas des inventaires à intervalles de temps irré-
guliers.
Pour ce qui est de notre algorithme, on comprend que la recherche de la bonne solution
augmente le temps d'exécution. En fonction des objectifs poursuivis, on peut donc penser à
la dé�nition des heuristiques 1 pour améliorer les résultats. Car en e�et, si le but est d'avoir
le bon résultat, le facteur temps peut être négligé, mais si l'on tien compte du facteur temps,
on doit dé�nir un plus grand niveau de tolérance s'adaptant au contexte. Ainsi, en couplant à
tout cela une méthode d'optimisation pour améliorer le temps d'exécution, on est sûr d'avoir
des résultats hautement meilleurs.

1. Critère permettant de joindre la qualité de la solution et le temps mis pour l'atteindre
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CONCLUSION

Nous sommes parvenus au terme de notre étude. Il était question d'explorer la jointure
entre la classi�cation non supervisée et le suivi des processus de dynamique forestière. L'ana-
lyse des modèles des processus de dynamique forestière nous a fait ressortir deux modèles
de régression : le modèle de régression logistique permettant d'inférer sur la probabilité de
grandir ou de mourir des arbres dans une classe de diamètre, et la régression de Poisson qui
permet d'inférer sur la régénération en ne considérant que le recrutement. Après avoir par-
couru les traditionnels modèles de classi�cation non supervisée : hiérarchique, k-moyennes,
Kohonen et modèle de mélange, nous avons justi�é le choix de l'algorithme EM (Expectation-
Maximization) basé sur les modèle de mélange qui s'adapte le mieux à la dynamique fores-
tière. Le couplage de régression et de classi�cation nous a donc permis de faire un modèle
de mélange de régression qui nous a fait aboutir à des modèles EM pour les trois processus
dans le cas des inventaires à intervalle de temps régulier et quelconque. Ce dernier cas per-
mettant d'arriver à notre objectif de généralisation à des inventaires espacés d'une manière
quelconque. Dans le cas des processus de mortalité et de croissance, l'implémentation de
notre modèle pour les inventaires en intervalle de temps réguliers nous a permis d'avoir la
même classi�cation que �exmix, mais des précisions di�érentes pour les paramètres estimés,
ce qui traduit des résultats un problème de complexité dans l'optimisation faite dans notre
algorithme.

En perspective, il serait intéressant d'aboutir à un programme formalisé pour permettre la
réutilisation de l'implémentation du modèle conçu. Il s'agira du développement d'un package
R ou dans un langage meilleur (langage C par lequel R a été développé), dédié à l'étude de
la dynamique forestière. Il faudrait aussi, continuer à approfondir l'analyse des instructions
utilisées dans le programme a�n d'arriver à la solution package forestier la plus optimale.
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Annexe : Algorithmes en langage R

###############################################################

### Simulation des données (cas d'inventaires reguliers) ###

###############################################################

#Choix du nombre des variables explicatives

L<-3

#Choix du nombre de groupe

K<-3

#Definition des parametre du melange (pi_k et theta_k de chaque groupe)

#Choix des parametres des composantes de la loi melange

#dans une matrice K x (L+1)

theta<-NULL

theta<- t(replicate(K, rnorm(L+1)))

#Choix des parametres pi_k avec sum(Pi)=1

Pi<- diff(c(0,sort(runif(K-1)),1))

#Fonction logistique pour donner les probabilite par ligne

logist<-function(theta,x,groupe){

1/(1+exp(-(theta[groupe,]%*%c(1,x))))

}

simul<-function(ligne){

# Choix de la loi par tirage multinomiale Pi

# Realisation de la loi de Z

V <- rmultinom(1,1,prob=Pi)

Z <- which(V==1)

# Nombre d'arbre observé de la ligne

n <- sample(10:30, 1)

#Realisation de la loi de Y|Z

#Choix de l'espece dans son groupe les espece de

#10Z-9 à 10Z sont dans le groupe Z: 1 à 10 pour le groupe 1
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Esp<- sample((10*Z-9):(10*Z), 1)

#Valeurs de surfaces terrieres

DvariableExpl<- rnorm(L)

#Probabilite generer pour l'espece choisi

p<-logist(theta,DvariableExpl,Z)

#Realisation binomiale: nombre de grandi et nombre d'arbre

ligne <- c(sum(rbinom(n,1,p)),n,Esp,DvariableExpl)

}

#Definition du tableau de donnees

N<-100

Tableau <- NULL

Tableau <- matrix(nrow=N,ncol=L+3)

#Simulation

Tableau<-t(apply(Tableau,1,simul))
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EM_MortaliteCroissance<-function(Tableau, K){

#####################################################################

### Estimation d'un melange de regression logistique par EM ###

#####################################################################

#fonction utilisee dans l'optimisation des theta pour

#le calcul des rs qui pondnt les vecteurs

#lignes de donn dans l'expression du gradient

fvecteur<-function(x,u){

(x[1]-x[2]/(1+exp(-x[-c(1,2)]%*%u)))*x[-c(1,2)]

}

#fonction a optimiser pour trouver les theta_k

foptimtheta<-function(u,k){

norme(colSums(probaAposteriori[,k]*t(sapply(listDparEspece1vaExpl,

function(M) colSums(t(apply(M,1,function(x) fvecteur(x,u))))))))

}

#calcul des scalaires par espece

fMatriceScalaire<-function(x){

t(apply(x,1,function(y) c(y[1],y[2],EM_theta%*%c(1,y[4:(L+3)]))))

}

#calcul des vraisemblances par espece

fVraisParEspece<-function(x){

EM_Pi*apply(t(apply(x,1, function(y) dbinom(y[1],y[2],

prob=1/(1+exp(-y[3:(K+2)]))))),2,prod)

}

#norme

norme<- function(x) sqrt(t(x)%*%x)

#Initialisation des parametres

EM_theta<- t(replicate(K, rnorm(L+1)))

EM_Pi<- diff(c(0,sort(runif(K-1)),1))

#Separation des donnees par espece

listDparEspece <- lapply(split(Tableau, Tableau[,3]),

function(x) matrix(x,ncol=L+3))

#liste des matrices des produits scalaires initiaux par espece

listMatriceScalaire<-lapply(listDparEspece, fMatriceScalaire)

#liste des vraisemblances initiales par espece

listVraisParEspece<- lapply(listMatriceScalaire, fVraisParEspece)

#Initialisation de la fonction a maximiser
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NQ<- 0

#Mise en forme des vecteurs de donnees des especes

#avec 1 comme premiere composante

listDparEspece1vaExpl<-lapply(listDparEspece, function(x)

t(apply(x,1, function(y) c(y[c(1:2)],1,y[4:(L+3)]))))

debut<-Sys.time()

iteration<-0

repeat{

#l'ancienne valeur est mise a jour

AQ<-NQ

###############

### Etape E ###

#####################################################################

#calcul des probabilites a posteriori

probaAposteriori<-t(sapply(listVraisParEspece, function(x) x/sum(x)))

###############

### Etape M ###

#####################################################################

#mise a jour des proportions pi_k

EM_Pi<-colMeans(probaAposteriori)

#mise a jour des theta_k

#optimisation des theta_k, avec theta_k,m

#comme point de depart de l'optimisation

EM_theta<-cbind(1:K, EM_theta)

EM_theta<-t(apply(EM_theta,1,function(A)

nlm(foptimtheta, A[-1], k=A[1])$estimate))

### calcul de la nouvelle valeur de la fonction

#a maximiser : Q(theta|theta(m))

#liste des matrices de produits scalaires par espece

listMatriceScalaire<-lapply(listDparEspece, fMatriceScalaire)

#liste des vraisemblances par espece
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listVraisParEspece<- lapply(listMatriceScalaire, fVraisParEspece)

NQ<-sum(rowSums(probaAposteriori*

log(t(sapply(listVraisParEspece,function(x) x)))))

### Condition d'arret

iteration<-iteration+1

if(abs(NQ-AQ)<0.000000001) break

}

#la log-vraisemblance

logVrais<-sum(sapply(listVraisParEspece, function(x) log(sum(x))))

### Regroupement

EM_groupe<- apply(probaAposteriori, 1, which.max)

png("classification.png")

plot(as.numeric(names(EM_groupe)), EM_groupe,main="regroupement",

xlab="Esp",ylab="groupe")

abline(v=10.5)

abline(v=20.5)

dev.off()

fin<-Sys.time()

temps<-fin-debut

return(list(Classification=EM_groupe, Proportions=EM_Pi,

Parametres=EM_theta, Iterations=iteration, log_vrasemblance=logVrais,

Visualisation="classification.png", Temps= temps))

}
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